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En este tema (y en los dos siguientes), X será una variable aleatoria cuya distri-
bución de probabilidad depende de (y está determinada) por un cierto parámetro θ
que desconocemos y que nos interesa estimar.

Aśı que sólo sabemos que la cantidad X se distribuye en una población siguiendo
una distribución de probabilidad de una cierta familia (exponenciales, uniformes,
geométricas, etc.), pero no sabemos de qué distribución concreta se trata, es decir,
desconocemos sus parámetros.
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2 Caṕıtulo 5. Estimación (puntual) de parámetros

El objetivo ahora es estimar el valor de θ a partir de una muestra (x1, . . . , xn)
que se supone que se ha obtenido aleatoria e independientemente, es decir, a partir
de una realización de (X1, . . . ,Xn). Veamos algunos ejemplos de estos objetivos de
estimación.

X ∼ ber(p). El parámetro es θ = p.

Por ejemplo, p puede ser el porcentaje de gente que va a votar “śı”en un refe-
rendo. Queremos estimar p a partir de una muestra de tamaño n de respuestas.

X ∼ exp(λ). El parámetro podŕıa ser θ = λ. Pero también θ = 1/λ, dado que
E(X) = 1/λ.

X podŕıa ser, por ejemplo, el tiempo de espera hasta el siguiente mensaje, o el
tiempo de espera hasta que un cliente es atendido en la cola del Ikea.

X ∼ Poiss(λ). El parámetro podŕıa ser θ = λ o también θ = e−λ.

Por ejemplo, analizamos el número de ocurrencias X de un fenómeno relativa-
mente raro en un intervalo de tiempo relativamente corto.

X ∼ N (0, σ2). El parámetro aqúı seŕıa θ = σ o θ = σ2.

Por ejemplo, X puede registrar errores en la medición con un cierto aparato
de medida (que se supone que en media no comete errores, es decir, que está
calibrado de manera que el error medio es nulo).

X ∼ unif[0, a] y nos interesa estimar el parámetro θ = a.

Como el lector puede apreciar en estos ejemplos, el parámetro θ que queremos
estimar no tiene por qué ser el parámetro oficial del que depende la distribución de la
variable aleatoria. En unaX ∼ exp(λ) nos puede interesar el parámetro oficial θ = λ,
o la esperanza θ = 1/λ, o la probabilidad de superar el nivel 1, que seŕıa θ = e−λ.
Como toda la distribución de X depende de λ, cualquier otro parámetro viene dado
por una función de λ, en general, invertible. Una estimación de θ = 1/λ nos da,
claro, una estimación de λ. Pero, como veremos, no son estimaciones equivalentes
en cuanto a sus propiedades (“sesgo”, “error cuadrático”, etc.).

Aunque disponemos de cierta libertad para elegir el parámetro que se quiere
estimar, lo más habitual es, o bien estimar el parámetro “oficial” de la distribu-
ción, o bien estimar momentos (media, varianza, o quizás desviación t́ıpica) como
parámetros de la distribución.

En ocasiones, la forma funcional de la distribución puede depender de dos paráme-
tros (o incluso más, aunque esto es ya más inusual). Por ejemplo,

X ∼ N (μ, σ2), con μ ∈ R y σ > 0. Aqúı los parámetros oficiales de la distri-
bución son sus propias media E(X) = μ y varianza V(X) = σ2.

X ∼ Γ(λ, t), con λ, t > 0. Los parámetros oficiales son λ y t; mientras que la
media y la varianza vienen dadas por combinaciones de éstos: E(X) = t/λ y
V(X) = t/λ2.

notas de estad́ıstica I – 30 de octubre de 2017 – jose l. fernández y pablo fernández



5.1. Generalidades sobre estimadores 3

5.1. Generalidades sobre estimadores

El protocolo general de estimación de parámetros va como sigue:

• Partiremos de una muestra emṕırica (u observada), es decir, de una lista
(x1, . . . , xn) de valores concretos deX (obtenidos de forma aleatoria e independiente).

• Y, con ella, calcularemos mediante una cierta función h : Rn → R lo que se
conoce (en este contexto) como una estimación de θ, y que nombraremos como θ̂:

θ̂ = h(x1, . . . , xn) ⇐= estimación de θ

Por ejemplo, la función h podŕıa ser

h(x1, . . . , xn) =
1
n

∑n
j=1 xj = x, la media muestral/emṕırica/obervada,

h(x1, . . . , xn) = 1
n−1

∑n
j=1(xj − x)2 = s2, la cuasivarianza muestral/emṕıri-

ca/obervada,

h(x1, . . . , xn) = máx(x1, . . . , xn), el máximo muestral/emṕırico/obervado. Etc.

Éste es el procedimiento. El dato es la muestra observada (x1, . . . , xn), a partir
de la cual obtenemos un valor θ̂ = h(x1, . . . , xn) que, esperamos, sea una buena
estimación del desconocido parámetro θ.

Pero, ¿qué función h debemos elegir para que la estimación de θ sea adecuada?
Una vez elegida una función h, ¿cuán buenas serán las estimaciones de θ obtenidas?
¿Qué grado de confianza podemos tener en que el número θ̂ = h(x1, . . . , xn) esté
realmente cercano al valor de θ?

Digamos, por ejemplo, que tenemos la siguiente muestra de ceros y unos:

(0, 0, 1, 1, 1, 0, 1, 1, 0, 0, 1, 0, 1, 0, 1).

Esta muestra de tamaño 15 ha sido obtenida a partir de una variable X ∼ ber(p).
Pero no conocemos p. Parece natural estimar p a través de la proporción de unos, o
lo que es lo mismo, haciendo la media aritmética de los 15 datos. Obtendŕıamos aśı el
valor 7/15 ≈ 46.67% como estimación p̂ del desconocido parámetro p. Obsérvese que
esta estimación depende de la muestra. ¿Qué grado de confianza podemos tener en
ella? El verdadero valor de p bien podŕıa ser 20%, o quizás 50%, o quizás. . . Aunque
desde luego es razonable pensar que esté cerca del 7/15. Además, intuimos/sabemos,
¿verdad, lector?, que, si la muestra hubiera sido de tamaño 1500, la estimación
obtenida habŕıa sido más representativa del valor de p. Pero, ¿cuánto más?

Para dar respuesta a estas preguntas, necesitamos abstraer la cuestión y consi-
derar una contrapartida teórica, el modelo de muestreo aleatorio:

Tenemos una muestra aleatoria (X1, . . . ,Xn) de clones independientes de X.

Dada una función h, la distribución de probabilidad del estad́ıstico

T = h(X1, . . . ,Xn) ,
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4 Caṕıtulo 5. Estimación (puntual) de parámetros

recoge todas las posibles estimaciones del parámetro θ y sus respectivas pro-
babilidades de ocurrencia.

Del estad́ıstico T decimos que es un estad́ıstico estimador de θ, o simple-
mente un estimador de θ.

La muestra aleatoria (X1, . . . ,Xn) recoge todos los posibles “escenarios” de va-
lores (x1, . . . , xn) con sus respectivas probabilidades. Entendemos que la muestra
concreta (x1, . . . , xn) de la que obtendremos la estimación de θ es una realización o
una materialización de (X1, . . . ,Xn).

Con el estad́ıstico T = h(X1, . . . ,Xn) recogemos también todas las posibles es-
timaciones θ̂ = h(x1, . . . , xn) de θ con sus respectivas probabilidades. Y de nuevo
entendemos que la estimación h(x1, . . . , xn) es una realización del estimador T .

� Nota 5.1.1. Estamos usando aqúı los mismos términos para la situación emṕırica y para el modelo
teórico. Por ejemplo, con “muestra” designamos al vector aleatorio (X1, . . . , Xn) y también a una
cualquiera de sus realizaciones, la lista de números (x1, . . . , xn); con el término “media muestral”
designamos tanto al número 1

n

∑n
i=1 xi como a la variable aleatoria 1

n

∑n
i=1 Xi. Etc.

En desmesurado afán clarificador, podŕıamos ir añadiendo los adjetivos “emṕırico” u “obser-
vado” cada vez que estuviéramos tratando con realizaciones, pero en la práctica no será necesario,
porque habitualmente el contexto deja claro si estamos con el modelo teórico o con sus realizaciones.
No olvidemos tampoco la distinción tipográfica en el uso de mayúsculas (para variables aleatorias)
y minúsculas (para números).

Parece natural exigirle a un estad́ıstico T que tenga ciertas propiedades: por
ejemplo, es deseable que “apunte” en la dirección correcta, es decir, que en media
dé el valor correcto de θ. Si en el ejemplo de ceros y unos anterior tomáramos como
estad́ıstico el mı́nimo valor de la muestra, lo más seguro es que devolviera un 0, lo
que con casi toda seguridad seŕıa una mala estimación de p. Además nos gustaŕıa
que la dispersión del estad́ıstico T respecto de la media (es decir, la varianza de T )
fuera pequeña, porque si éste fuera el caso tendŕıamos cierta confianza en que la
estimación que se obtiene no se desv́ıa mucho del verdadero valor del parámetro.

En el resto de la sección vamos a estudiar estad́ısticos estimadores de parámetros
como lo que son, objetos aleatorios, para poder comparar su vaĺıa y utilidad en
función de las propiedades que tengan. Para ello, necesitaremos introducir cierta
notación.

5.1.1. Dependencia de la función de densidad respecto de los paráme-
tros

Nuestro objeto de estudio es una variable aleatoria X cuya distribución de proba-
bilidad depende de un parámetro θ. Vamos usar en lo que sigue de manera genérica
y unificada la notación

f(x; θ)
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5.1. Generalidades sobre estimadores 5

para representar la función de densidad o la función de masa (dependiendo de si
la variable es continua o discreta) de X. La expresión f(x; θ) anterior tiene dos
argumentos: x y θ. Por un lado, el argumento x recorre los valores de la variableX. El
segundo argumento θ recorre los posibles valores del parámetro. Observe, lector, que,
a valor de θ le corresponde una función de densidad o de masa distinta espećıfica1.

Llamaremos espacio de parámetros Θ ⊂ R al conjunto de posibles valores del
parámetro θ de interés. Habitualmente, Θ será un intervalo de la recta real, pero
también podŕıa ser un conjunto finito (o numerable). Si la distribución dependiera
de, por ejemplo, dos parámetros, entonces Θ seŕıa un cierto subconjunto (por ejemplo
un semiplano, un rectángulo) de R

2.

Estaremos, por otro lado, interesados sólo en aquellos valores x donde f(x; θ) > 0.
Para cada θ ∈ Θ, denotamos por sopθ al conjunto de valores de x donde f(x; θ) > 0.
Al conjunto sopθ se le llama soporte de X si se da θ. Incluimos un sub́ındice θ
porque el soporte podŕıa depender del parámetro, como veremos en algún ejemplo,
aunque lo más habitual es que el soporte sea fijo y no dependa de θ. El sopθ será
un intervalo o unión de intervalos (finitos o no) de R para variables continuas, o un
subconjunto numerable de R en el caso de discretas (en los modelos más usuales, un
subconjunto de {0, 1, 2, . . .}, y para variables finitas, un subconjunto finito de R).

Listamos a continuación unos cuantos modelos que usaremos recurrentemente
como ilustración en lo que sigue. Detallamos en ellos la expresión de la función de
masa o de densidad y el espacio de parámetros. La expresión de la función de densidad
o de masa suele llevar impĺıcito el soporte2, pero aún aśı lo escribiremos también
expĺıcitamente. Aunque generalmente usaremos x para referirnos a los valores de la
variable, y θ al parámetro, en algunos casos la tradición obliga a usar otros śımbolos:
por ejemplo, para la distribución geométrica el parámetro es p (en lugar de θ), y los
posibles valores serán k (en lugar de x), por aquello de que son enteros.

• ber(p):

f(k; p) =

{
p , si k = 1 ,

(1− p) , si k = 0 ,

para p ∈ Θ = (0, 1). El soporte es sopp = {0, 1}, para todo p ∈ Θ.

• exp(λ):

f(x;λ) =

{
λe−λx , si x ≥ 0 ,

0 , si x < 0 ,

para λ ∈ Θ = (0,+∞). El soporte es sopλ = [0,+∞),
para todo λ ∈ Θ. A la derecha de estas ĺıneas dibuja-
mos las funciones de densidad para los casos λ = 1/2,
λ = 1 y λ = 3/2.

1Hay quien escribe fθ(x), o mejor, f(x|θ), la función de densidad condicionada al valor de θ.
2Una alternativa seŕıa incluir, en la expresión de la función de densidad/masa, funciones indica-

doras.
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6 Caṕıtulo 5. Estimación (puntual) de parámetros

• Poiss(λ):

f(k;λ) = e−λ λk

k!
, k entero, k ≥ 0 ,

para λ ∈ Θ = (0,+∞). El soporte es sopλ = {0, 1, 2, . . . }, para todo λ ∈ Θ.

• geo(p):

f(k; p) = p(1− p)k−1 , k entero, k ≥ 1 ,

para p ∈ Θ = (0, 1). El soporte es sopp = {1, 2, . . . }, para todo p ∈ Θ.

• N (0, σ2).

f(x;σ2) =
1√
2πσ2

e−x2/(2σ2) , x ∈ R ,

para σ2 ∈ Θ = (0,+∞). El soporte es sopσ2 = R. A la
derecha, las funciones de densidad de los casos σ2 = 1
y σ2 = 2.

• unif[0, b].

f(x; b) =

{
1/b si x ∈ (0, b) ,

0 si x /∈ (0, b) .

para b ∈ Θ = (0,+∞). Aqúı, sopb = [0, b] es un in-
tervalo que depende del parámetro b. El dibujo recoge
las funciones de densidad correspondientes a los casos
b = 1, b = 2 y b = 3.

• Una variable discreta que toma tres valores:

f(k; θ) =

⎧⎪⎨⎪⎩
(2 + θ)/4, si k = −1,

θ/4, si k = 0,

(2− 2θ)/4, si k = 1,

para θ ∈ Θ = [0, 1]. El soporte es sopθ = {−1, 0, 1}, para todo θ ∈ Θ. Dibujamos a
continuación las funciones de masa para los casos θ = 0, θ = 1/2 y θ = 1:
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• O quizás

f(k; θ) =

⎧⎪⎨⎪⎩
(2 + θ)/4, si k = −1− θ,

θ/4, si k = 0,

(2− 2θ)/4, si k = 1 + θ,

para θ ∈ Θ = [0, 1]. Ahora el soporte es sopθ = {−1 − θ, 0, 1 + θ}, y depende del
parámetro θ ∈ Θ. Las funciones de masa para los casos θ = 0, θ = 1/2 y θ = 1
tendŕıan un aspecto similar al del ejemplo anterior, aunque los soportes respectivos
seŕıan {−1, 0, 1}, {−3/2, 0, 3/2} y {−2, 0, 2}.

• Podŕıa darse también la situación en la que sólo
hay unos cuantos valores alternativos del parámetro, es
decir, que Θ es un conjunto finito y no un intervalo. Por
ejemplo, cuando Θ = {0, 1} y, para θ = 0, la función
de densidad es

f(x; 0) = 1 si x ∈ (0, 1) (y f(x; 0) = 0 si x /∈ (0, 1)) ,

mientras que para θ = 1 es

f(x; 1) =
1

2
√
x
, si x ∈ (0, 1) (y f(x; 1) = 0 si x /∈ (0, 1)).

El soporte es sopθ = (0, 1) para ambos valores del parámetro.

• Si la distribución tiene dos parámetros, el espacio Θ será un subconjunto del
plano. Por ejemplo, para la normal N (μ, σ2) se tiene:

f(x;μ, σ2) =
1√
2πσ2

e−(x−μ)2/(2σ2) , x ∈ R ,

para (μ, σ2) ∈ Θ = R× (0,+∞). El soporte es sopμ,σ2 = R, para (μ, σ2) ∈ Θ.

Recordemos que el parámetro de interés, el que queremos estimar, podŕıa no
ser el parámetro “oficial” de la distribución. Por ejemplo, en una exp(λ) pudiera
interesarnos la esperanza θ = 1/λ en lugar de λ. En este caso, para los cálculos,
podŕıa ser más conveniente usar la representación

f(x; θ) =

{
1
θ e

−x/θ; x ≥ 0 ,

0; x < 0 .

donde θ ∈ Θ = (0,+∞). O en una Poiss(λ), si en lugar de λ nos interesara estimar
θ = e−λ = P(X = 0), usaŕıamos

f(k; θ) = θ
(−1)k ln(θ)k

k!
, k entero, k ≥ 0 ,

donde θ ∈ Θ = (0, 1).
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A. Cálculo de medias de estad́ısticos

En lo que sigue calcularemos medias usando la función de densidad/masa f(x; θ).
Para insistir en que para cada valor de θ tenemos una densidad/masa distinta, y por
tanto el resultado dependerá del valor de θ, usaremos la notación Eθ. Las medias a
las que nos referimos son de dos tipos.

A1. Medias de (funciones de) la variable. Dada una variable X con función
de densidad/masa f(x; θ), nos interesará calcular medias de variables Y = g(X),
donde g es cierta función.

Si X es una variable continua tendremos que

Eθ(g(X)) =

∫
R

g(x) f(x; θ) dx =

∫
sopθ

g(x) f(x; θ) dx .

En el caso en que sea discreta, el cálculo será

Eθ(g(X)) =
∑

x∈sopθ

g(x)f(x; θ) .

Usaremos, como corresponde, la notación Vθ para la varianza de X:

Vθ(X) = Eθ(X
2)−Eθ(X)2.

También utilizaremos la notación Pθ para probabilidades calculadas con f(x; θ).

Insistimos, por si no ha quedado claro: en las notaciones anteriores, el sub́ındice θ
significa que el cálculo se realiza suponiendo (o condicionando a) que el “verdade-
ro” valor del parámetro fuera θ. Por ejemplo, la cantidad Eθ(X

2) significa el valor
de la media/esperanza de la variable X suponiendo que X tuviera la función de
densidad/masa f(x; θ).

Por, ejemplo, si X ∼ exp(λ) y g(x) = x2, para todo x ∈ R, entonces

Eλ(g(X)) = Eλ(X
2) =

∫ ∞

0
x2λe−λx dx =

2

λ2
.

A2. Medias de estad́ısticos. La función de densidad/masa de la muestra alea-
toria X = (X1, . . . ,Xn) viene dada por

f(x; θ) = f(x1, . . . , xn; θ) =

n∏
j=1

f(xj; θ)

para θ ∈ Θ y x ∈ (sopθ)
n. Fuera de (sopθ)

n, se tiene f(x; θ) ≡ 0.

En muchas ocasiones calcularemos medias de variables del tipo h(X) (es decir,
de estad́ısticos). Usaremos la notación

Eθ(h(X)) = Eθ(h(X1, . . . ,Xn))
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para describir el valor de la media/esperanza de la variable aleatoria h(X1, . . . ,Xn)
suponiendo que se trata de muestras aleatorias (X1, . . . ,Xn) de la variable X que
sigue una función de densidad/masa f(x; θ). Al variar θ obtenemos, claro, una función
de θ. Perdón por la insistencia.

El cálculo en śı, cuando X es continua, es como sigue

Eθ(h(X)) =

∫
Rn

h(x) · f(x; θ) dx

=

∫
Rn

h(x1, . . . , xn) · f(x1, . . . , xn; θ) dx1dx2 · · · dxn

=

∫
(sopθ)

n

h(x1, . . . , xn) ·
( n∏

j=1

f(xj ; θ)
)
dx1dx2 · · · dxn .

Mientras que si X es discreta, tendremos

Eθ(h(X)) =
∑

x∈sopn
θ

h(x) f(x; θ) =
∑

(x1,...,xn)∈sopn
θ

h(x1, . . . , xn)

n∏
j=1

f(xj; θ) .

Por ejemplo, si X ∼ exp(λ) y si h(x1, . . . , xn) =
∑n

j=1 jxj , entonces

Eλ(h(X)) =

∫
(0,+∞)n

( n∑
j=1

j xj
)
λn

n∏
j=1

e−λxjdx1 . . . dxn

=

n∑
j=1

j
( ∫ ∞

0
xjλe

−λxjdxj

)∏
i �=j

∫ ∞

0
λe−λxi dxi =

n∑
j=1

j
1

λ
=

n(n+ 1)

2λ
.

5.1.2. Sesgo de un estimador. Estimadores insesgados

La primera propiedad deseable de un estimador T es que al menos en media
no se equivoque. Decimos que T = h(X1, . . . ,Xn) es un estimador insesgado del
parámetro θ si

Eθ(T ) = θ para cualquier valor de θ ∈ Θ.

En palabras, el estimador T es insesgado si la media de T es exactamente θ, cuando
se supone que el parámetro con el que se generan las muestras es θ, y esto sea cual
sea el valor de θ.

Si Eθ(T ) �= θ, decimos que T es un estimador sesgado de θ, y a la diferencia
Eθ(T )− θ se le conoce como sesgo (al alza si esa diferencia es positiva, a la baja si
es negativa). Observe, lector, que el sesgo es una función de θ ∈ Θ.

Recalcamos el “para todo θ ∈ Θ” en la definición anterior. Podŕıa darse el caso
de que la media de un cierto estimador coincidiera con θ para algún valor de θ, pero
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10 Caṕıtulo 5. Estimación (puntual) de parámetros

no para todos (véase el ejemplo 5.1.8). Esto no seŕıa interesante, porque, recordemos,
el parámetro θ es desconocido, y necesitamos que la ausencia de sesgo se verifique
para cualquier valor del parámetro. Veamos algunos ejemplos.

Los dos primeros son generales. Los parámetros que interesa estimar son, res-
pectivamente, la esperanza E(X) y la varianza V(X) de una variable aleatoria X
genérica. No usaremos aqúı sub́ındices que hagan alusión a estos parámetros.

Ejemplo 5.1.1. Sea X una variable aleatoria cualquiera. Para estimar el parámetro
μ = E(X) usamos el estad́ıstico media muestral X.

La media muestral es un estimador insesgado de μ, pues siempre se tiene

E(X) = μ ,

por la proposición 4.1. Aśı que si tenemos la muestra x1, . . . , xn, entendemos que x
es una estimación de E(X). ♣

Ejemplo 5.1.2. Sea X una variable aleatoria cualquiera. Para estimar el parámetro
σ2 = V(X) usamos la cuasivarianza muestral S2.

La cuasivarianza muestral es un estimador insesgado de σ2, pues siempre tenemos
(proposición 4.3) que

E(S2) = σ2

(nótese que, por tanto, la varianza muestral es un estimador sesgado de σ2).

Sin embargo, la cuasidesviación t́ıpica muestral S es un estimador sesgado de σ,
pues E(S)2 < E(S2) salvo si S es constante (que solo ocurre si X es constante).

� Nota 5.1.2. La desigualdad de Cauchy–Schwarz (teorema 2.2) nos dice que E(S) = E(S · 1) <
E(S2)1/2E(12)1/2 = E(S2)1/2, salvo si S es constante.

Si tenemos la muestra x1, . . . , xn, entendemos que s2 = 1
n−1

∑n
j=1(xj − x)2 es

una estimación de σ2. ♣

Ejemplo 5.1.3. X ∼ N (μ, σ2).

Apelando a los ejemplos generales 5.1.1 y 5.1.2, los estad́ısticos X y S2 son
estimadores insesgados de μ y de σ2 respectivamente, pues μ es la media de X, y σ2

su varianza. ♣

� Nota 5.1.3. Sesgo y no sesgo. Supongamos que se ha obtenido un número N grande de realiza-
ciones independientes de (X1, . . . , X5), pongamos (xj

1, . . . , x
j
5) para 1 ≤ j ≤ N . Nótese que n = 5.

Para cada j obtenemos una realización de S2, pongamos s2j , cada una de las cuales es una estimación
de σ2.

Como estimación final de σ tenemos dos rutas:

1) Tomar un promedio de los s2j y luego tomar la ráız cuadrada.
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5.1. Generalidades sobre estimadores 11

2) Tomar ráız cuadrada primero, y luego, tomar promedio de los sj .

Con la primera obtenemos (por Grandes Números) una buena estimación de E(S2), es decir,
de σ2, y luego de σ. Con la segunda obtenemos (por Grandes Números) una buena estimación de
E(S), que es inferior a σ.

Digamos, por ejemplo, que X ∼ N (μ, σ2). Para muestras de tamaño n de X se tiene que

E(S) =

√
2

n− 1

Γ(n/2)

Γ((n− 1)/2)
σ

(véase el lema 3.11). Para el caso n = 5, esto da E(S) = (3/8)
√
2πσ ≈ 0.93 σ.

Ejemplo 5.1.4. Supongamos X ∼ ber(p). Desconocemos p y queremos estimarlo.

Obsérvese que Ep(X) = p y que Vp(X) = p(1 − p). Tomamos una muestra
x1, . . . , xn.

Para estimar p insesgadamente podemos tomar 1
n

∑n
j=1 xj, la proporción de unos

en la muestra x1, . . . , xn. Es decir, usar el estimador X.

Como alternativa podŕıamos considerar S2, que es un estimador insesgado de
Vp(X) = p(1 − p), para a partir de ah́ı, “despejar ”una estimación de p. Esta
propuesta alternativa tiene dos problemas, 1) al despejar p de la ecuación p − p2 =
Vp(X) tendŕıamos dos ráıces como estimación de p, 2) la estimación aśı obtenida
seŕıa sesgada. ♣

Ejemplo 5.1.5. Supongamos que X ∼ exp(λ). Queremos estimar λ.

Como Eλ(X) = 1/λ, tendŕıamos que T1 = X seŕıa un estimador insesgado, no
del parámetro oficial λ, sino de 1/λ.

� Nota 5.1.4. Si decidimos que el parámetro de la distribución es θ = 1/λ, entonces tendŕıamos que
θ ∈ (0,∞), y la función de densidad se escribiŕıa como f(x; θ) = 1

θ
e−x/θ para x > 0. Con esta

notación, tendŕıamos que Eθ(X) = θ, y por tanto X seŕıa estimador insesgado de θ.

Pero si lo que pretendemos es estimar el parámetro oficial λ, entonces seŕıa natural
considerar el estimador T2 = 1/X que, ¡atención!, seŕıa un estimador sesgado de λ.
De hecho, Eλ(1/X) > λ. Véase la nota 5.1.5 siguiente.

� Nota 5.1.5. Usando de nuevo la desigualdad de Cauchy–Schwarz (teorema 2.2): como 1 = Eλ(1) =

Eλ(
√
X · 1/

√
X) < Eλ(X)E(1/X) = 1

λ
Eλ(1/X), tenemos que Eλ(1/X) > λ. Aśı que en media las

estimaciones de λ con T2 = 1/X seŕıan sesgadas al alza.

Más detalle: como en este caso nX es una Γ(λ, n) (recuérdese la relación entre exponenciales y
variables Gamma de la sección 2.3.3), tenemos que

Eλ(1/X) =
n

n− 1
λ ,

por (2.20). Obsérvese cómo, efectivamente, Eλ(1/X) > λ, aunque cuando n es grande, el sesgo

de T2 es muy pequeño. El cálculo anterior nos dice que el estimador T̃2 = n−1
n

1

X
seŕıa un estimador

insesgado de λ.
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12 Caṕıtulo 5. Estimación (puntual) de parámetros

Consideremos, por otro lado, el estad́ıstico

T3 = mı́n(X1, . . . ,Xn).

Como X ∼ exp(λ), se tiene que Pλ(X > t) = e−λt, para todo t > 0. Aśı que
Pλ(T3 > t) = Pλ(X > t)n = e−nt para todo t > 0. Es decir, T3 ∼ exp(nλ).

De manera que Eλ(T3) = 1/(nλ) y Eλ(nT3) = 1/λ. Aśı que T̃3 = nT3 es un
estimador insesgado de 1/λ. ♣
Ejemplo 5.1.6. Tenemos X ∼ Poiss(λ), con λ > 0. Planteamos dos estimaciones
de parámetros:

a) Estimar el parámetro oficial λ.
b) Estimar el parámetro μ = P(X = 0). Obsérvese que μ, que está entre 0 y 1,

determina la distribución de probabilidad, pues e−λ = μ, es decir, λ = ln(1/μ).

Para el caso a), como λ = Eλ(X), tenemos que Eλ(X) = Eλ(X) = λ. Aśı que
T1 = X es un estimador insesgado de λ.

Para la estimación b), planteamos dos alternativas.

b.1) Como λ se puede estimar con X y μ = e−λ, podŕıamos considerar el es-

tad́ıstico T2 = e−X para estimar μ. Por comodidad, en lugar de realizar los cálculos
con μ, los haremos con el parámetro original λ, para traducir al final.

Como nX ∼ Pois(nλ), tenemos que

Pλ(X = k/n) = e−nλ (nλ)k

k!
, para cada entero k ≥ 0.

Aśı que

Pλ(T2 = e−k/n) = e−nλ (nλ)k

k!
, para cada entero k ≥ 0

y, por tanto.

Eλ(T2) =

∞∑
k=0

e−k/ne−nλ (nλ)
k

k!
= e−nλ

∞∑
k=0

(e−1/nnλ)k

k!

= e−nλ enλ e−1/n
= e−λn(1−e−1/n) .

Deducimos finalmente que

Eμ(T2) = μn(1−e−1/n).

Como ĺımn→∞ n(1 − e−1/n) = 1, vemos que T2 tiende a ser un estimador
insesgado de μ cuando n → ∞. Es decir, T2 es “asintóticamente insesgado”.

Para un n dado, T2 es estimador sesgado (al alza) de μ, puesto que μ < 1 y
n(1− e−1/n) < 1 (que se sigue de que 1 + x ≤ ex, para todo x ∈ R).
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5.1. Generalidades sobre estimadores 13

En el dibujo de la derecha representamos las gráfi-
cas de Eμ(T2) para n = 2, n = 3 y n = 10, junto con
la función g(μ) = μ, la bisectriz, que correspondeŕıa a
sesgo 0. Obsérvese cuán rápidamente se va perdiendo
el sesgo según crece n.

b.2) Como estimador alternativo, podemos consi-
derar el estad́ıstico T3 que cuenta la proporción de ce-
ros en (X1, . . . ,Xn):

T3 =
1

n
#{1 ≤ i ≤ n : Xi = 0} .

La variable nT3 es bin(n, μ), de manera que T3 es un estimador insesgado de μ. ♣

Ejemplo 5.1.7. Supongamos que X ∼ unif[0, a]. Desconocemos a, que es el paráme-
tro que pretendemos estimar.

Consideremos el estimador

T1 = máx(X1, . . . ,Xn).

Como para cada x ∈ [0, a] se tiene que

Pa(T1 ≤ x) = Pa(X ≤ x)n =
(x
a

)n
,

la función de densidad de T1 resulta ser

fT1(x; a) =

⎧⎨⎩n
xn−1

an
, si 0 ≤ x ≤ a ,

0, en caso contrario ,

y, por tanto,

Ea(T1) =

∫ a

0
xn

xn−1

an
dx =

n

n+ 1
a = a

=sesgo︷ ︸︸ ︷
−a

1

n+ 1
.

Aśı que T1 es estimador sesgado (a la baja) de a, mientras que

T̃1 =
n+ 1

n
T1

es estimador insesgado.

Podemos tomar como estimador alternativo del parámetro a al estad́ıstico T2 =
2X , porque como Ea(X) = a/2, resulta que Ea(T2) = Ea(2X) = 2Ea(X) =
2Ea(X) = a, de manera que T2 es un estimador insesgado del parámetro a. ♣
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14 Caṕıtulo 5. Estimación (puntual) de parámetros

En este siguiente ejemplo se exhibe un estimador T de un parámetro θ para el
que Eθ(T ) coincide con θ solo para algunos valores de θ ∈ Θ; de hecho, para un sólo3

valor de θ.

Ejemplo 5.1.8. Partimos de X ∼ ber(p). Desconocemos p y queremos estimarlo
con una muestra de tamaño 3.

Proponemos el estimador

T (X1,X2,X3) =
máx(X1,X2,X3) + mı́n(X1,X2,X3)

2
.

El estimador toma el valor 1 con probabilidad p3 (solo cuando X1 = X2 = X3 =
1), el valor 0 con probabilidad (1 − p)3 (cuando X1 = X2 = X3 = 0), y el valor 1/2
en el resto de los casos, es decir, con probabilidad 1− p3 − (1− p)3.

De manera que

Ep(T ) = p3+
1

2
(1−p3−(1−p)3) =

1

2
+
1

2
(p3−(1−p)3).

Obsérvese, en la figura de la izquierda, que Ep(T ) = p
para p = 1/2, pero Ep(T ) �= p para el resto de los
valores de p. ♣

5.1.3. Varianza de un estimador

Para un estimador insesgado y, en general, para cualquier estimador, es deseable
que su varianza sea pequeña. Si Vθ(T ) es pequeña, por la desigualdad de Chebyshev
tendremos que es poco probable que sus realizaciones se diferencien mucho de Eθ(T ),
aśı que si además T es estimador insesgado, será muy probable que las estimaciones
de θ estén próximas a θ:

Pθ(|T − θ| ≥ ε) ≤ Vθ(T )

ε2
.

De manera que, por ejemplo,

Pθ(|T − θ| ≤ 10
√

Vθ(T )) ≥ 99% .

Aśı que es muy probable (99%) que la estimación dada por una realización de T
no se aleje más de 10

√
Vθ(T ) del valor del parámetro a estimar θ. Pero, claro, esto

es relevante sólo si Vθ(T ) es pequeño.

Un estimador con mucha varianza es poco útil, porque tendremos poca confianza
en sus estimaciones. Por eso se usan muestras de tamaño n, a ser posible, grande.
Una muestra X1 de tamaño n = 1 es un estimador insesgado de Eθ(X), pero con una
muestra de tamaño n el estimadorX es asimismo insesgado peroVθ(X) = Vθ(X)/n.

3Casi como un reloj parado que da la hora bien dos veces al d́ıa.
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5.1. Generalidades sobre estimadores 15

Si T1 y T2 son estimadores insesgados del mismo parámetro θ, decimos que T1

es más eficiente que T2 si, para todo θ ∈ Θ,

Vθ(T1) < Vθ(T2)para cualquier valor de θ ∈ Θ

Desde luego, si ambos T1 y T2 son estimadores insesgados de θ, preferimos aquél que
tenga menos varianza. Para estimadores sesgados la preferencia ya no está tan clara.
Véase el apartado 5.1.4.

Ejemplo 5.1.9. unif[0, a]. Retomamos el ejemplo 5.1.7.

En el ejemplo 5.1.7 considerábamos dos estimadores del parámetro a de una
variable X ∼ unif[0, a]:

T1 =
n+ 1

n
máx(X1, . . . ,Xn) y T2 = 2X .

Ambos son estimadores insesgados. Para T2 tenemos que

Va(T2) = 4Va(X) =
4

n
Va(X) =

4

n

a2

12
=

a2

3n
.

Para T1 tenemos

Ea(T
2
1 ) =

(n+ 1

n

)2 ∫ a

0
x2 n

xn−1

an
dx =

(n+ 1)2

n(n+ 2)
a2 ,

de manera que

Va(T1) =
[ (n+ 1)2

n(n+ 2)
− 1

]
a2 =

1

n(n+ 2)
a2 .

Aśı que T1 es más eficiente que T2, pues Va(T1) < Va(T2) para todo a > 0 (y para
cada n ≥ 1). ♣

5.1.4. Error cuadrático medio

Si T = h(X1, . . . ,Xn) es estimador del parámetro θ, definimos su error cuadráti-
co medio como

ecmθ(T ) = Eθ

(
(T − θ)2

)
Ésta, y no la varianza, es la cantidad natural para medir cuán bueno es un

estimador. Si ecmθ(T ) es pequeño significa que es muy probable que las realizaciones
de T estén próximas a θ.

Si T1 y T2 son estimadores del parámetro θ se dice que T1 es más eficiente
que T2 si, para todo θ ∈ Θ,

ecmθ(T1) < ecmθ(T2) .
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16 Caṕıtulo 5. Estimación (puntual) de parámetros

En el caso de estimadores insesgados, esta definición de “más eficiente” coincide con
la del apartado anterior.

Llamamos la atención de nuevo sobre la frase “para todo θ ∈ Θ”. Si para algunos
valores de θ se tuviera que ecmθ(T1) < ecmθ(T2), mientras que para otros ocurriera
que ecmθ(T1) > ecmθ(T2), entonces los estimadores no seŕıan comparables desde
este punto de vista de la eficiencia. Véase el ejemplo 5.1.12.

Lema 5.1

ecmθ(T ) = Vθ(T ) +
(
Eθ(T )− θ)

)2
= varianzaθ(T ) + sesgo2θ(T ) .

Demostración. Llamemos, por simplificar la notación, μ = Eθ(T ). Entonces,

ecmθ(T ) = Eθ

(
(T − θ)2

)
= Eθ

([
(T − μ) + (μ− θ)

]2)
= Eθ

(
(T − μ)2

)
+ 2(μ − θ)Eθ(T − μ) + (μ − θ)2 = Eθ

(
(T − μ)2

)
+ (μ− θ)2 ,

donde hemos usado queEθ(T ) = μ para cancelar el segundo sumando de la penúltima
expresión. �

En general, son preferibles los estimadores insesgados. Sin embargo, el lema 5.1
nos dice, en particular, que en algún caso pudiera ser más adecuado un estimador
sesgado con poco ecm que un estimador insesgado con mucha varianza, pues lo
relevante en cuanto a error de estimación es la suma del sesgo (al cuadrado) más la
varianza.

Obsérvese que si T es un estimador de un parámetro θ entonces la desigualdad
de Markov da que

Pθ

(|T − θ| ≥ ε
) ≤ ecmθ(T )

ε2
.

Es decir, que si ecmθ(T ) es pequeño entonces es (relativamente) poco probable que
las estimaciones de θ obtenidas con T yerren demasiado.

Ejemplo 5.1.10. La cuasivarianza y la varianza muestrales como estimadores de
la varianza de variables normales.

Sea X una variable normal con media μ y varianza σ2. Como sabemos, S2 es
estimador insesgado de σ2; esto es un hecho general. La varianza de S2 tiene, para
una normal de parámetros μ y σ2, la siguiente expresión:

Vμ,σ2(S2) =
2σ4

n− 1
.

Basta recordar (teorema 4.7 de Fisher–Cochran) que (n − 1)S2/σ2 ∼ χ2
n−1. De

manera que (n− 1)2 Vμ,σ2(S2) = σ4 2(n− 1) .

Aśı que el ecm de S2 como estimador de σ2 es

ecmμ,σ2(S2) =
2σ4

n− 1
.
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5.1. Generalidades sobre estimadores 17

Consideremos además el estad́ıstico

D2 =
1

n

n∑
j=1

(Xj −X)2 .

Este estad́ıstico D2 (la varianza muestral) es estimador sesgado de σ2. En concreto,
como D2 = n−1

n S2 tenemos que Eμ,σ2(D2) = n−1
n σ2, y por tanto que el sesgo de D2

como estimador de σ2 es −σ2/n. Por otro lado,

Vμ,σ2(D2) =
(n− 1)2

n2
Vμ,σ2(S2) =

(n− 1)2

n2

2σ4

n− 1
=

2(n− 1)σ4

n2
,

de manera que el ecm de D2 como estimador de σ2 es

ecmμ,σ2(D2) =
σ4

n2
+

2(n− 1)σ4

n2
=
(2n− 1

n2

)
σ4 .

Como para todo n > 1, (2n− 1

n2

)
<

2

n− 1
,

resulta que D2, aunque sesgado, es un estimador de σ2 más eficiente que S2. ♣

Ejemplo 5.1.11. Poiss(λ). Retomamos el ejemplo 5.1.6.

Interesa estimar el parámetro μ = e−λ. En el citado ejemplo propońıamos los
estimadores

T2 = e−X y T3 =
1

n
#{1 ≤ i ≤ n : Xi = 0}.

Como nT3 ∼ bin(n, μ), el estimador T3 resulta ser insesgado, y

ecmμ(T3) = Vμ(T3) =
1

n2
Vμ(bin(n, μ)) =

1

n2
nμ(1− μ) = μ(1− μ)

1

n
,

o en otros términos,

(5.1) n · ecmμ(T3) = μ(1− μ) .

El estimador T2, por su parte, es sesgado al alza; aunque es asintóticamente in-
sesgado. (En lo que sigue, como en el ejemplo 5.1.6, calcularemos con el parámetro λ,
para traducir al final a μ). De hecho,

(5.2) sesgoλ(T2) = Eλ(T2)− e−λ = e−λn(1−e−1/n) − e−λ.

Vamos con el cálculo de la varianza. Procediendo de manera análoga a la del
ejemplo 5.1.6, se obtiene que

Eλ(T
2
2 ) = e−λn(1−e−2/n),
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18 Caṕıtulo 5. Estimación (puntual) de parámetros

y, por tanto,

(5.3) Vλ(T2) = Eλ(T
2
2 )−Eλ(T2)

2 = e−λn(1−e−2/n) − e−2λn(1−e−1/n) .

Las expresiones (5.2) y (5.3) son un tanto complicadas, y conviene analizarlas
asintóticamente. Usaremos que, para u > 0,

(5.4) 1− e−u = u− u2

2
+O(u3) , cuando u → 0.

Llamemos xn = n(1− e−1/n), que es una sucesión que tiende a 1 cuando n → ∞
(recuérdese el ejemplo 5.1.6 o úsese (5.4)). La expresión (5.2) se puede reescribir
como

sesgoλ(T2) = e−λxn − e−λ,

lo que nos da, usando la definición de derivada, que

sesgoλ(T2)

|xn − 1| −−−→
n→∞ λ e−λ.

Y como, por (5.4),

xn = n(1− e−1/n) = 1− 1

2n
+O

( 1

n2

)
y por tanto 2n(1− xn) −−−→

n→∞ 1,

deducimos que

2n |sesgoλ(T2)| −−−→
n→∞ λ e−λ, o bien que 4n2 |sesgoλ(T2)|2 −−−→

n→∞ λ2 e−2λ.

Para la varianza, argumentamos como sigue. Introducimos la sucesión yn = n
2 (1−

e−2/n), que tiende a 1 cuando n → ∞, y para la que, de hecho, por (5.4),

yn = 1− 1

n
+O

( 1

n2

)
.

La expresión (5.3) se puede reescribir como

Vλ(T2) = e−2λ yn − e−2λxn ,

donde xn es la sucesión considerada anteriormente. Usando de nuevo la noción de
derivada, tenemos que

Vλ(T2)

|xn − yn| −−−→n→∞ 2λ e−2λ,

y como |xn − yn| = 1/(2n) +O(1/n2), concluimos que

n ·Vλ(T2) −−−→
n→∞ λ e−2λ.

Finalmente,

n · ecmλ(T2) = n ·Vλ(T2) + n · sesgo2λ(T2) −−−→
n→∞ λ e−2λ.
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Listo. Ya podemos comparar. Tenemos (escribiendo en términos de λ) que

n · ecmλ(T3) = e−λ(1− e−λ) y n · ecmλ(T2) −−−→
n→∞ λ e−2λ.

Como
λ e−2λ

e−λ(1− e−λ)
=

λ e−λ

1− e−λ
=

λ

eλ − 1
< 1,

pues ex > 1 + x para todo x ∈ R, concluimos que, en cuanto n sea moderadamente
grande, el estimador T2 tiene menor ecm que T3, a pesar de que este último esti-
mador sea insesgado. En realidad, la conclusión es cierta para todo n ≥ 2, como se
muestra en las siguientes gráficas, en las que se han dibujado los respectivos ecm
(las expresiones exactas) para n = 2, n = 10 y n = 500:

♣

� Nota 5.1.6. Verificar la comparación que se destila de las gráficas anteriores, para todo n ≥ 2, exige
análisis más detallados que van más allá del uso de las cómodas estimaciones asintóticas como (5.4),
y no lo haremos aqúı.

Ejemplo 5.1.12. Estimadores del parámetro p de X ∼ ber(p) con muestras de
tamaño 2.

Recuérdese que Ep(X) = p y Vp(X) = p(1 − p). Consideramos los siguientes
estimadores del parámetro p:

T1 =
X1 +X2

2
y T2 = mı́n(X1,X2).

De T1 ya sabemos que es insesgado y que su varianza es Vp(T1) = p(1 − p)/2. Por
lo tanto,

(	) ecmp(T1) =
1

2
p(1− p).

Por su parte, el estimador T2 es también una variable Bernoulli, de parámetro p2

(pues solo vale 1 cuando X1 = X2 = 1), aśı que

Ep(T2) = p2 = p−p(1− p)︸ ︷︷ ︸
=sesgo

y Vp(T2) = p2(1− p2).
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Esto nos da que

(		) ecmp(T2) = p2(1−p2)+p2(1−p)2 = 2p2(1−p).

Las gráficas de las dos funciones (	) y (		) de p ∈ (0, 1)
se representan a la derecha. Obsérvese cómo se cruzan.
Aśı que no podemos concluir nada sobre cuál de los dos
estimadores es más eficiente, a menos que dividamos
la discusión en dos regiones de Θ.

Para muestras de tamaño n genérico, tomando como estimador T1 la media
aritmética, y como T2 el mı́nimo, los respectivos ecm vienen dados por ecm(T1) =
p(1−p)/n y ecm(T2) = pn(1−pn)+p2(1−pn−1)2. Estas dos funciones se cruzan en el
espacio de parámetros. Pero en cuanto n es moderadamente grande, el estimador T1,
la media aritmética, resulta ser mucho mejor que T2 para casi todos los valores de p,
excepto los muy pequeños. Véanse en las figuras el caso n = 10:

La de la izquierda muestra cómo el ecm del mı́nimo es considerablemente más alto
que el de la media aritmética en casi todos los valores de p, pero no en todos, como
se ilustra con el zoom para valores pequeños de p de la derecha. ♣
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5.2. Métodos de construcción de estimadores

Vamos ahora a presentar los dos métodos generales, de amplio espectro, de cons-
trucción de estimadores: método de momentos y método de máxima verosimilitud.

5.2.1. Método de momentos

La idea de este método es natural, y se basa en que, dada una muestra (x1, . . . , xn)
de la variable X que sigue una distribución dada por f(x; θ),

la media muestral x “debe parecerse” a la media poblacional Eθ(X) (la espe-
ranza de X si se diera el parámetro θ);

la media poblacional Eθ(X) es de hecho una función de θ.

“Por consiguiente”:

planteamos la ecuación (con incógnita θ)

(†) Eθ(X) = x ,

despejamos θ de la ecuación (†),
ésta es la estimación por momentos de θ, a la que nombramos como θ̂.

Veamos un ejemplo numérico, y especialmente sencillo. Digamos que tenemos la
siguiente muestra de tamaño 8 de una X ∼ ber(p):

(0, 1, 1, 0, 1, 1, 1, 0).

La media muestral es x = 5/8. Por otro lado, Ep(X) = p. De manera que planteamos
la ecuación

p = 5/8,

cuya solución es, obviamente, p̂ = 5/8. Ésta seŕıa la estimación de p por momentos
para la muestra dada.

La estimación aśı obtenida depende, claro, de la muestra, y en este caso parti-
cular del valor de x. Distintas muestras, digamos de tamaño 8, produciŕıan distintas
estimaciones (en función de cuántos unos contengan), pero con una “fórmula” común
para todas ellas (la media aritmética, en este caso).

En lo que sigue, y para análisis posteriores de cuán buenos resultan ser los es-
timadores obtenidos por este método, consideraremos la contrapartida teórica habi-
tual, y elevaremos la notación, considerando variables aleatorias: tendremos muestras
(X1, . . . ,Xn) de la variable X, y nos referiremos a la solución de la ecuación

(5.5) Eθ(X) = X

como el estimador por momentos de θ, en śımbolo: Mθ(X1, . . . ,Xn).
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Este método requiere, primero, disponer de una expresión expĺıcita de Eθ(X) en
términos de θ, y luego resolver la ecuación (5.5) para obtener la estimación.

En algún caso, por ejemplo cuando resulta que Eθ(X) ≡ 0, la ecuación (5.5)
no tiene contenido, y apelaremos a otros momentos, como Eθ(X

2) o a Vθ(X) (o,
incluso, si hiciera falta, a Eθ(X

k) con k ≥ 3). Ésta es la razón del nombre del método.
De hecho, para cada momento de la variable se obtiene, en general, un estimador
distinto. Si por ejemplo optáramos por utilizar el segundo momento, la ecuación
correspondiente seŕıa

Eθ(X
2) = x2,

mientras que usando la varianza tendŕıamos que plantear

Vθ(X) = Eθ(X
2)−Eθ(X)2 = x2 − x2.

Cuando hay varios parámetros, como en las variables normales o en las variables
gamma, se hace imprescindible recurrir a varios momentos.

Veamos ahora unos cuantos ejemplos, en los que ya empleamos la notación de
variables aleatorias, que ilustran todas estas posibilidades. Empezamos con:

Ejemplo 5.2.1. Estimación por momentos en algunos de los modelos habituales.

a) X ∼ ber(p). Dada una muestra (x1, . . . , xn), como Ep(X) = p, la ecuación es

p = x =⇒ p̂ = x,

y el estimador es Mp(X1, . . . ,Xn) = X. El estimador es el estad́ıstico que registra
la proporción de unos en la muestra (X1, . . . ,Xn); la estimación p̂, dada la lista
(x1, . . . , xn) de ceros y unos, viene dada por la proporción de unos en esa lista.

b) X ∼ exp(λ). Dada una muestra (x1, . . . , xn), como Eλ(X) = 1/λ, tenemos

1

λ
= x =⇒ λ̂ =

1

x
,

y por tanto el estimador es Mλ(X1, . . . ,Xn) = 1/X .

c) X ∼ Poiss(λ). Dada una muestra (x1, . . . , xn), como Eλ(X) = λ, tenemos

λ = x =⇒ λ̂ = x,

y el estimador es Mλ(X1, . . . ,Xn) = X .

d) X ∼ unif[0, a]. Dada una muestra (x1, . . . , xn), como Ea(X) = a/2,

a

2
= x =⇒ â = 2x;

el estimador por momentos de a es Ma(X1, . . . ,Xn) = 2X .

e) X ∼ N (μ, σ2). En este modelo tenemos un par de parámetros, μ y σ2. Tenemos
que Eμ,σ2(X) = μ y que Vμ,σ2(X) = σ2.
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Dada una muestra (x1, . . . , xn), planteando el sistema de ecuaciones{
μ = x

σ2 = x2 − x2,

del que se obtienen inmediatamente las estimaciones μ̂ y σ̂2, y los correspondientes
estimadores por momentos de los parámetros μ y σ2:

Mμ(X1, . . . ,Xn) = X y Mσ2(X1, . . . ,Xn) = D2.

(Recuérdese que D2 = 1
n

∑n
j=1(Xj −X)2 = X2 −X

2
). Obsérvese que Mσ2 no es S2.

� Nota 5.2.1. Si usamos los dos primeros momentos, y no la media y la varianza, se obtienen los
mismos estimadores:{

Eμ,σ2(X) = μ = x

Eμ,σ2(X
2) = σ2 + μ2 = x2,

−→ Mμ(X1, . . . , Xn) = X y Mσ2(X1, . . . , Xn) = D2.

f) X ∼ gamma(λ, t). El sistema de ecuaciones es, recordando los momentos de
las variables Gamma, véase (2.18),⎧⎪⎨⎪⎩

Eλ,t(X) =
t

λ
= x,

Vλ,t(X) =
t

λ2
= x2 − x2.

=⇒

⎧⎪⎪⎨⎪⎪⎩
λ̂ =

x

x2 − x2
,

t̂ =
x2

x2 − x2
.

Los correspondientes estimadores son

Mλ(X1, . . . ,Xn) =
X

D2
y Mt(X1, . . . ,Xn) =

X
2

D2
. ♣

Aunque sólo haya un parámetro, a veces el primer momento no da información.

Ejemplo 5.2.2. Consideremos la función de densidad (de una variable aleatoria
triangular, simétrica con moda y media en 0)

f(x; θ) =

{
1
θ (1− |x|/θ) , si |x| < θ,

0 , en otro caso,

donde θ ∈ Θ = (0,+∞).

En este caso Eθ(X) = 0 para todo θ ∈ (0,+∞). De hecho, por simetŕıa, todos
los momentos impares son cero. Los momentos pares son

Eθ(X
2k) =

1

(2k + 1)(k + 1)
θ2k, y en particular, Eθ(X

2) =
θ2

6
.

Por consiguiente, usando el segundo momento, tendŕıamos

Mθ(X1, . . . ,Xn) =
√

6X2 . ♣
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En principio se pueden usar cualesquiera momentos, y se obtendrán estimadores
alternativos.

Ejemplo 5.2.3. X ∼ Poiss(λ).

Si se usa el primer momento, la media Eλ(X) = λ, obtenemos el estimador
Mλ(X1, . . . ,Xn) = X. Usando que Vλ(X) = λ, tendŕıamos el estimador alternativo
M�

λ(X1, . . . ,Xn) = D2. ♣

Ejemplo 5.2.4. X ∼ ray(σ2).

Recuerde, lector, el apartado 3.3.4, y en particular la expresión (3.15). Los dos
primeros momentos de una ray(σ2) son

Eσ2(X) =
√

π/2 σ , Eσ2(X2) = 2σ2 .

Esto nos da dos estimadores alternativos para el parámetro σ2:

M̂σ2(X1, . . . ,Xn) =
2

π
X

2
y Mσ2(X1, . . . ,Xn) =

1
2 X

2 .

Como veremos más adelante (ejemplo 5.4.9), este segundo estimador Mσ2 (que
proviene del segundo y no del primer momento) tiene mejores propiedades. ♣

Como se ilustra en el siguiente ejemplo, a veces no es fácil despejar θ en la
ecuación Eθ(X) = x.

Ejemplo 5.2.5. Para λ > 0, consideremos la función de densidad

f(x;λ) =

{
λe−λx , para x > 1 ,

1− e−λ , para 0 ≤ x ≤ 1 .

Se trata de una exponencial para x > 1, con el
resto de la probabilidad repartida uniformemente en
[0, 1]. Véase la figura de la derecha. Como

Eλ(X) =
1

2
+ e−λ

(1
2
+

1

λ

)
,

la estimación λ̂ viene dada impĺıcitamente por

x =
1

2
+ e−λ

(1
2
+

1

λ

)
.

No “sabemos” despejar λ de la ecuación anterior, y para cada muestra harbrá que
resolverla numéricamente.

Observe, lector, además, que la función λ �→ 1
2 +e−λ

(
1
2 +

1
λ

)
vaŕıa entre ∞ y 1/2,

cuando λ vaŕıa de 0 a ∞. Aśı que, ¡atención!, si la media x de una muestra de X
fuera < 1/2 no se tendŕıa estimación por momentos. ♣
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5.2.2. Método de máxima verosimilitud

El de máxima verosimilitud es el método general, y más importante, de construir
buenos estimadores de parámetros.

Para describirlo, empecemos con una variable X discreta y con función de masa
f(x; θ), donde x ∈ A = sop(X) y θ ∈ Θ. Tenemos la muestra aleatoria (X1, . . . ,Xn)
formada por clones de X independientes entre śı.

A priori, la probabilidad, conocido θ, de obtener una realización espećıfica (po-
tencial) (x1, . . . , xn) de (X1, . . . ,Xn) viene dada por

(	)
n∏

j=1

f(xj; θ) .

En la práctica (estad́ıstica) la situación es justo la contraria, disponemos de una
muestra observada (x1, . . . , xn), pero desconocemos θ.

El método de máxima verosimilitud consiste, para (x1, . . . , xn) dado, en tomar
como estimación de θ al valor de θ, digamos θ̂, que hace máxima la expresión (	). En-
tendemos que θ̂ es el valor de θ más verośımil dada la muestra observada (x1, . . . , xn),
es decir, el que asocia más probabilidad a la ocurrencia (x1, . . . , xn).

A priori: probabilidad de realizaciones;
a posteriori, verosimilitud de parámetros.

Veamos un ejemplo numérico. Digamos que tenemos la siguiente muestra de
tamaño 8 de una X ∼ ber(p):

(0, 1, 1, 0, 1, 1, 1, 0).

La expresión (	), en este caso, es p5(1 − p)3, pues
hay 5 unos y 3 ceros. Véase la gráfica de la derecha. El
máximo se alcanza justamente en p = 5/8 = 62.5%.
Este máximo se puede calcular numéricamente o, como
veremos en un momento, y como ya estará sospechando el lector (a la vista de que 5/8
es la proporción de unos en la muestra), anaĺıticamente.

A. Función de verosimilitud y estimación por máxima verosimilitud

Planteamos el método en general. La variable aleatoria X tiene función de ma-
sa/densidad f(x, θ), con θ ∈ Θ. Disponemos de una muestra aleatoria (x1, . . . , xn)
de X. Definimos la función de verosimilitud (de la muestra) como

(5.6) vero(θ;x1, . . . , xn) =
n∏

j=1

f(xj; θ) .
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Aqúı, la variable de la función es θ; lo que va detrás del punto y coma, la muestra
(x1, . . . , xn) ∈ sopθ, se supone fija, y desempeña el papel de parámetro. La defini-
ción (5.6) es válida tanto para variables discretas como para variables continuas4.

En el caso en el que la función θ �→ vero(θ;x1, . . . , xn) tenga un máximo global
(único) en θ̂ ∈ Θ, diremos que θ̂ es la estimación por máxima verosimilitud.

La función de verosimilitud es un producto de unos cuantos (quizás muchos) fac-
tores, muchas veces números menores o iguales que 1. Si se pretende encontrar el
máximo numéricamente, tendremos dificultades (computacionales) porque los valo-
res de la función suelen ser extraordinariamente pequeños; y si se intenta un enfoque
anaĺıtico, por ejemplo derivando, será también aparatoso, pues hay que derivar pro-
ductos. Por eso es habitual5 considerar la función de log-verosimilitud, que no es
más que el logaritmo de la anterior:

(5.7) logvero(θ;x1, . . . , xn) = ln
(
vero(θ;x1, . . . , xn)

)
=

n∑
j=1

ln f(xj; θ) .

Ahora, obsérvese, la expresión involucra sumas, y no productos.

Si la función vero alcanza un máximo global en θ̂ ∈ Θ, entonces la función
logvero tiene también un máximo global en ese punto.

Como ilustración de las complicaciones computacionales a las que antes alud́ıamos,
vea el lector las dos siguientes figuras, y atienda en especial a la escala vertical.

vero(p) logvero(p)

En ellas hemos representado la función de verosimilitud y su logaritmo para una
muestra de tamaño n = 80 procedente de una variable de Bernoulli ber(p). La
muestra en śı (una lista de ceros y unos) contiene 56 unos. En ambos casos, el
máximo se alcanza en el mismo valor, que resulta ser 56/80 (véase el detalle en el
ejemplo 5.2.6). Pero mientras que los valores de la función de verosimilitud son del
orden de 10−22, los de su logaritmo son del orden de cientos (aunque negativos).

En lo que sigue, escribiremos muchas veces simplemente vero(θ) ó logvero(θ)
para las funciones de verosimilitud o de log-verosimilitud, sin referencia a la muestra
(x1, . . . , xn), que se supone fijada.

4Salvo que, en el caso continuo, los valores de la función de densidad no se pueden interpretar
como probabilidades, como śı ocurre en el caso discreto.

5Como logvero suele tomar valores negativos, hay quien usa −logvero y calcula el mı́nimo.
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B. Estimador por máxima verosimilitud

Como en el caso del método de momentos, la estimación por máxima verosimi-
litud depende de la muestra. Para análisis posteriores, relacionados con la bondad
de estas estimaciones, conviene elevar el enfoque y la notación considerando mues-
tras (X1, . . . ,Xn), y denotando por emvθ(X1, . . . ,Xn) al estimador por máxima
verosimilitud de θ.

Insistimos en la notación: en cálculos con muestras (x1, . . . , xn), usaremos θ̂ para
la estimación de θ por máxima verosimilitud dada la muestra; y designaremos como
emvθ(X1, . . . ,Xn) al estad́ıstico estimador de θ por máxima verosimilitud.

C. Cálculo de estimadores por máxima verosimilitud

En la definición de la estimación del parámetro θ por máxima verosimilitud
subyace la hipótesis de que la función de verosimilitud (5.6) de la muestra tiene
un único máximo global. De manera que el primer paso de nuestro análisis, como
ilustraremos en los ejemplos que siguen, ha de ser la comprobación a priori de que
efectivamente hay máximo global en el espacio de parámetros Θ.

Una vez hecho esto, el cálculo en śı de la estimación se puede obtener, en muchas
ocasiones, anaĺıticamente.

Una situación habitual (como comprobará el lector en los ejemplos 5.2.6–5.2.9
que siguen) es aquella en la que el espacio de parámetros Θ es un intervalo Θ = (a, b),
con −∞ ≤ a < b ≤ +∞, y en la que comprobamos que la función vero(θ)

es derivable en (a, b),

se anula en θ = a y θ = b, en el sentido de que ĺımθ↓a vero(θ) = 0 y
ĺımθ↑b vero(θ) = 0,

y tiene un único punto cŕıtico en (a, b).

En esta situación, que como hemos dicho es frecuente, la función continua y posi-
tiva vero(θ) ha de tener un máximo global en (a, b), pues se anula en sus extremos.
Como vero(θ) es derivable ese máximo global ha de alcanzarse en un punto cŕıtico,
que hemos supuesto es único. Aśı que este único punto cŕıtico es él único máximo
global de vero(θ) y, por tanto, es la estimación de máximo verosimilitud.

De manera que, en la situación descrita, el cálculo de la estimación de θ por
máxima verosimilitud se realiza con la siguiente:

Receta genérica para el cálculo de emvθ

1. Se forma vero(θ;x1, . . . , xn).

2. Se toma su logaritmo: logvero(θ;x1, . . . , xn) = ln(vero(θ;x1, . . . , xn)).

3. Se deriva respecto de θ y se iguala a 0:

(†) ∂θ(logvero(θ;x1, . . . , xn)) = 0 .

4. Se resuelve la ecuación (†), despejando θ̂ en términos de (x1, . . . , xn).
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Para los casos de distribuciones que dependan de dos (o más) parámetros, la
receta correspondiente (para hallar puntos cŕıticos) requeriŕıa calcular las derivadas
parciales de la función de verosimilitud (o de su logaritmo), igualarlas a cero, y
resolver el sistema de ecuaciones. Véase el ejemplo 5.2.10.

Pero, ¡atención!, lector, no siempre nos encontramos en la (exigente) situación
anterior. En ocasiones, porque la función de verosimilitud no es derivable en todo
punto (véase el ejemplo 5.2.11). En otros casos (ejemplo 5.2.14), la función de ve-
rosimilitud puede tener varios máximos locales. O incluso podŕıa darse el caso de
que no tuviera sentido derivar la función de verosimilitud, porque, por ejemplo, el
espacio de parámetros fuera finito (ejemplo 5.2.13).

D. Ejemplos

Tratamos primero ejemplos donde la función de densidad/masa depende de un
parámetro, luego ejemplos con varios parámetros, y cerramos analizando ejemplos
donde el estimador de máxima verosimilitud no se obtiene a través de puntos cŕıticos,
o donde no hay estimador de máxima verosimilitud pues hay varios máximos de la
función de verosimilitud.

D1. Funciones de densidad/masa con un parámetro.

Ejemplo 5.2.6. Máxima verosimilitud para X ∼ ber(p).

La variable X ∼ ber(p) toma sólo los valores 0 y 1. El parámetro p ∈ [0, 1].

Dada la muestra observada (x1, . . . , xn), la función de verosimilitud es, para cada
p ∈ [0, 1],

vero(p;x1, . . . , xn)) = p#{xi=1} (1− p)#{xi=0} = pnx (1− p)n−nx .

A la derecha hemos escrito la función de verosimilitud en términos de la media
muestral, que en este caso es sólo la proporción de unos en la muestra.

La función vero(p) es derivable y no negativa. Si la muestra fuera tal que x = 0
(es decir, si la muestra sólo contuviera ceros), entonces vero(p) = (1 − p)n, que es
decreciente. En el caso en el que x = 1 (muestra con sólo unos), entonces vero(p) =
pn, que es creciente. En el resto de los casos, cuando 0 < x < 1, la función vero(p)
se anula en p = 0 y en p = 1, por lo que tiene un máximo en (0, 1). Véanse las tres
posibles situaciones en las siguiente figuras:

x = 0 0 < x < 1 x = 1
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Claramente, el primer caso, x = 0, da como estimación p̂ = 0, mientras que x = 1
nos llevaŕıa a p̂ = 1; lo que por otra parte es natural: si la muestra solo contiene
ceros, lo más verośımil es suponer que la variable X nunca toma el valor uno.

En el resto de los casos, localizamos el máximo buscando puntos cŕıticos de la
función de log-verosimilitud:

logvero(p) = nx ln(p) + (n− nx) ln(1− p),

y por tanto

∂plogvero(p) = nx
1

p
− (n− nx)

1

1− p
= 0 =⇒ x

p
=

1− x

1− p
,

de donde se obtiene la estimación
p̂ = x .

Recuérdese que, en este caso, la media muestral es la proporción de unos en la
muestra. Por cierto, en los casos extremos vistos antes, la estimación para p (0 y 1,
en cada caso) también se obtiene a través de la media muestral

En este caso de la Bernoulli de parámetro p, el (estad́ıstico) estimador de p resulta
ser emvp(X1, . . . ,Xn) = X . ♣

Ejemplo 5.2.7. Máxima verosimilitud para X ∼ geo(p).

En este caso, la realización (x1, . . . , xn) consiste de enteros positivos xj ≥ 1, y la
función de verosimilitud es

vero(p) = pn (1− p)
∑n

j=1 xj−n = pn (1− p)n(x−1) .

Si x = 1, es decir, si xj = 1, para 1 ≤ j ≤ n, entonces vero(p) = pn y el máximo
se alcanza en p = 1, lo que nos daŕıa estimación p̂ = 1, como es natural.

Si x > 1, entonces la función vero(p) se anula en p = 0 y en p = 1, y tie-
ne un máximo en (0, 1). El único punto cŕıtico, que es la estimación de máxima
verosimilitud, p̂, se obtiene derivando con respecto a p (e igualando a 0) la función

logvero(p) = n ln(p) + n(x− 1) ln(1− p) .

El resultado es

0 = ∂plogvero(p) =
n

p
− n(x− 1)

1− p
=⇒ p̂ =

1

x
.

De lo que se deduce que emvp(X1, . . . ,Xn) ≡ 1/X . ♣

Ejemplo 5.2.8. Máxima verosimilitud para X ∼ exp(λ).

La función de verosimilitud para una muestra observada (x1, . . . , xn) (que con-
siste necesariamente de números positivos) es

vero(λ;x1, . . . , xn) = λne−λ
∑n

j=1 xj = λn e−λnx .
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Como x > 0, se tiene que vero(λ) → 0 cuando λ ↓ 0 y cuando λ ↑ ∞, aśı que tiene
máximo global, que ha de ser un punto cŕıtico.

Tomando logaritmos,

logvero(λ) = n ln(λ)− λnx .

Derivando e igualando a 0, deducimos que

∂λ logvero(λ) =
n

λ
− nx =⇒ λ̂ =

1

x

es el único punto cŕıtico, que ha de ser el máximo global de vero y de logvero,
y, por tanto, la estimación de máxima verosimilitud. Dibujamos a continuación el
aspecto de la función de verosimilitud y de logverosimilitud para n = 10 y x = 1/2.

Por tanto, emvλ(X1, . . . ,Xn) = 1/X . ♣

Ejemplo 5.2.9. Máxima verosimilitud para X ∼ ray(σ2).

La función de densidad de X ∼ ray(σ2), viene dada por

f(x;σ2) =

{
x
σ2 e

−x2/2σ2
, si x > 0 ,

0, si x ≤ 0 .

El parámetro de la distribución a estimar es σ2, aśı que pongamos θ = σ2 y
escribamos la función de verosimilitud en términos de θ.

Fijada una muestra observada (x1, . . . , xn) (necesariamente números positivos)

vero(θ;x1, . . . , xn) =
1

θn

( n∏
j=1

xj

)
e−

∑n
j=1 x

2
j/(2θ) =

1

θn

( n∏
j=1

xj

)
e−nx2/(2θ) .

Nótese que
∏n

j=1 xj > 0 y que x2 > 0. La función vero(θ) es derivable, positiva,
y tiene ĺımite 0 cuando θ ↓ 0 y cuando θ ↑ ∞. Aśı que tiene máximo en (0,+∞).
Tomando logaritmos,

logvero(θ) = ln
( n∏

j=1

xj

)
− n ln(θ)− nx2

2θ
,
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y derivando (con respecto a θ),

∂θ logvero(θ) =
−n

θ
+

nx2

2θ2
,

se deduce que el único punto cŕıtico es

θ̂ =
x2

2
,

y ha de ser donde se alcanza el máximo. Por tanto,

emvθ(X1, . . . ,Xn) =
1

2n

n∑
j=1

X2
j =

1

2
X2 ,

que por cierto coincide con el estimador asociado al segundo momento que se obtuvo
en el ejemplo 5.2.4. ♣

D2. Funciones de densidad/masa con varios parámetros. Si la función de
densidad/masa depende de más de un parámetro, la función de verosimilitud es una
función de varias variables. Si además es derivable, buscamos sus puntos cŕıticos
planteando un sistema de ecuaciones con las derivadas parciales iguales a 0. Lo
ilustramos con un ejemplo.

Ejemplo 5.2.10. Máxima verosimilitud para X ∼ N (μ, σ2).

Hay dos parámetros, μ y σ2 (recalcamos: no σ, sino σ2), que queremos estimar:
μ ∈ R y σ2 > 0. La región de parámetros es Θ = {(μ, σ2) ∈ R× (0,+∞)}, que es el
semiplano superior de R

2.

La función de verosimilitud con una muestra (x1, . . . , xn) fijada es

vero(μ, σ2) =

n∏
i=1

e−(xi−μ)2/(2σ2)

√
2πσ2

=
1

(2π)n/2
1

(σ2)n/2
exp

(
− 1

2σ2

n∑
i=1

(xi − μ)2
)
.

� Nota 5.2.2. Antes de continuar, analizamos (aśı, en formato nota y en pequeño) una situación un
tanto especial. Imagine, lector, que todos los datos de la muestra de tamaño n coincidieran (con
todos los decimales que permita la precisión del instrumento de medición). Esto sugiere, por un
lado, que en realidad la muestra no fue producida con un mecanismo aleatorio (no ya decimos con
una normal, sino con una variable aleatoria cualquiera); y segundo, invita a revisar urgentemente el
instrumento de medida.

En cualquier caso, veamos cómo analizar esta situación desde el punto de vista de la verosimili-
tud. Si todos los xi son iguales, e iguales a x, claro, entonces en la expresión de la verosimilitud de
arriba hay que sustituir xi por x. Veamos. Para μ = x, la función de verosimilitud es simplemente

vero(x, σ2) =
1

(2π)n/2

1

(σ2)n/2
,
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que tiende a +∞ cuando σ2 ↓ 0. ¡Hum! La función de verosimilitud no tiene máximo, pero śı
supremo, cuando σ2 se hace 0. Y para cualquier otro posible valor de μ, la función de verosimilitud
tiende a 0 cuando σ2 → 0 y cuando σ2 → ∞. En cualquier caso, es finita. La conclusión es que

la estimación máximo-verośımil ha de ser μ̂ = x y σ̂2 = 0; sin aleatoriedad, como se adelantaba al
principio.

La función vero(μ, σ2) es diferenciable y positiva en todo Θ.

Siguiendo el plan de ataque general del caso de una variable el primer paso es
ver que

(�) vero(μ, σ2) → 0 , cuando (μ, σ2) → ∂Θ ,

donde por δΘ denotamos el “borde” de la región Θ ⊂ R
2 que, recuerde el lector, era

el semiplano superior. Éste es en realidad el caso, como comprobaremos con detalle
más adelante; pero asúmamoslo por ahora.

Si es aśı, entonces la función vero(μ, σ2) tiene máximo absoluto en Θ, que ha de
ser un punto cŕıtico. Para localizar los posibles puntos cŕıticos, tomamos logaritmos,

logvero(μ, σ2) = ln
( 1

(2π)n/2

)
− n

2
ln(σ2)− 1

2σ2

n∑
i=1

(xi − μ)2,

y planteamos el sistema⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩
0 = ∂μ logvero(μ, σ2) =

1

2σ2

n∑
i=1

2(xi − μ) =
n

σ2
(x− μ),

0 = ∂σ2 logvero(μ, σ2) = −n

2

1

σ2
+

1

2

1

σ4

n∑
i=1

(xi − μ)2,

cuya solución (única) es

μ̂ = x , σ̂2 =
1

n

n∑
i=1

(xi − x)2.

Aśı que emvμ(X1, . . . ,Xn) = X y emvσ2(X1, . . . ,Xn) = D2 , que son los mismos
estimadores que se obteńıan por el método de momentos. ♣

� Nota 5.2.3. Para el lector interesado: verificación de la condición (�).

Observe, lector que, en el semiplano (μ, σ2) ∈ R× (0,∞),

Para μ fijo, tanto si σ2 → +∞ como si σ2 → 0, se tiene que vero(μ, σ2) → 0;

Para σ2 fijo, si μ → ±∞, también se tiene que vero(μ, σ2) → 0.

Estas dos observaciones pintan bien cara a la verificación de (�), pero no bastan para nuestro objetivo,
pues, por ejemplo, no nos garantizan que sobre la recta μ = σ2 no se tenga que vero(μ, μ) → +∞,
cuando μ → ∞.

Para la comprobación completa, usaremos el siguiente:
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Lema 5.2 Para entero n ≥ 1, sea Hn(y) la función dada en (0,+∞) por

Hn(y) =
1

yn/2
e−n/y , para y > 0.

La función Hn(y) es continua y positiva, se anula en y = 0 e y = +∞, es decir,

ĺım
y↓0

Hn(y) = 0 y ĺım
y↑0

Hn(y) = 0 ,

y además esta acotada; de hecho, Hn(y) ≤ 1 para y > 0 y n ≥ 1.

De hecho, el máximo de Hn(y) se alcanza en y = 2 y el valor máximo es (1/
√
2e)n.

Llamemos, como es habitual, x a la media de los datos y σ2
x a su varianza. Obsérvese primero que

n∑
i=1

(xi − μ)2 =

n∑
i=1

(
(xi − x) + (x− μ)

)2
= n(σ2

x + (x− μ)2) .

Esto nos permite reescribir la función de verosimilitud en la forma

vero(μ, σ2) =
1

(2π)n/2

1

(σ2)n/2
exp

(
− n(σ2

x + (x− μ)2)

2σ2

)
,

de donde, usando la notación del lema anterior, resulta que

vero(μ, σ2) ≤ 1

(2π)n/2

1

(σ2)n/2
exp

(− n
σ2
x

2σ2

)
=

1

πn/2

1

(σ2
x)n/2

Hn(2σ
2/σ2

x).

Esta acotación (que no depende de μ) tiende a 0 tanto cuando σ2 ↓ 0 como cuando σ2 ↑ +∞, por
el lema 5.2.

Pero también se tiene que

vero(μ, σ2) ≤ 1

(2π)n/2

1

(σ2)n/2
exp

(− n (x−μ)2

2σ2

)
=

1

πn/2

1

((x− μ)2)n/2
Hn(2σ

2/(x− μ)2) ≤ 1

πn/2

1

((x− μ)2)n/2
,

usando en el último paso que Hn(y) ≤ 1 para todo y > 0, según el lema 5.2. Esta acotación (que no
depende de σ2) de la función de verosimilitud tiende a 0 cuando |μ| → ∞.

La combinación de estas dos acotaciones nos da (�).

D3. Matizaciones sobre el cálculo del estimador de máxima verosimilitud.
Exhibimos a continuación unos cuantos ejemplos en los que este marco habitual de
(único) punto cŕıtico no se puede aplicar, y en los que el cálculo del estimador de
máxima verosimilitud requiere técnicas y análisis espećıficos.

Ejemplo 5.2.11. Máxima verosimilitud para X ∼ unif[0, a], con a > 0.

La función de densidad es

f(x; a) =

{
1/a si 0 ≤ x ≤ a ,

0 en caso contrario .

Supongamos que tenemos una muestra observada (x1, . . . , xn) de la variable X.
Fijamos a. Si en esa lista de números hay alguno que sea mayor que a, entonces es
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imposible (inverośımil) que la muestra provenga de una uniforme con ese paráme-
tro a. En otras palabras, la verosimilitud de la muestra seŕıa cero si el máximo de
los xi estuviera por encima de a.

La conclusión es que, dada una muestra ob-
servada (x1, . . . , xn),

vero(a) =

⎧⎨⎩
1

an
, si máx{xj} ≤ a ,

0, si máx{xj} > a .

Aqúı no derivamos, sino que observamos direc-
tamente que el máximo de la función de vero-
similitud se alcanza justamente en el valor â =
máx{x1, . . . , xn}, como se aprecia en la figura, pues 1/an es decreciente en a.

Aśı que el estimador resulta ser emva(X1, . . . ,Xn) = máx{X1, . . . ,Xn} . Compá-
rese con el estimador obtenido por momentos, que es 2X. Véanse también los ejer-
cicios 5.15 y 5.16. ♣

Ejemplo 5.2.12. Estimador por máxima vero-
similitud para el parámetro θ > 0 de una varia-
ble X con función de densidad

f(x; θ) =
6

θ2
x
(
1− x

θ

)
si x ∈ [0, θ],

y f(x; θ) = 0 en caso contrario.

Observe el lector que, como en el ejemplo an-
terior, el soporte de la distribución depende del
parámetro. A la derecha dibujamos el aspecto de la función de densidad para los
valores θ = 1, θ = 2 y θ = 4.

Empezamos con el (modesto) caso en el que solo disponemos de una muestra,
digamos el número x1.

En este caso, la función de verosimilitud es,
argumentando como en el ejemplo anterior,

vero(θ) =

⎧⎨⎩
6

θ2
x1

(
1− x1

θ

)
, si x1 < θ ,

0, si x1 ≥ θ ,

cuyo aspecto representamos a la derecha. El máxi-
mo de la función, marcado con una ĺınea azul en
la figura, se alcanza en θ̂ = 3x1/2, como podrá
comprobar el lector que se entretenga calculando derivadas con respecto a θ (de la
función de verosimilitud o de su logaritmo) e igualando a 0.

notas de estad́ıstica I – 30 de octubre de 2017 – jose l. fernández y pablo fernández



5.2. Métodos de construcción de estimadores 35

En el caso general, para una muestra observada (x1, . . . , xn) de tamaño n, su
función de verosimilitud resulta ser

vero(θ) =

⎧⎪⎨⎪⎩6n
( n∏

i=1

xi

) 1

θ2n

n∏
i=1

(
1− xi

θ

)
, si máx(x1, . . . , xn) < θ ,

0, si máx(x1, . . . , xn) ≥ θ .

La función vero(θ), que es no negativa, vale 0 en θ = máx(x1, . . . , xn) y tiende
a 0 cuando θ → ∞, de manera que tendrá (al menos) un máximo en la región de
interés, θ > máx(x1, . . . , xn). Como veremos, hay un único máximo en esa región, y
de hecho el aspecto de la función vero(θ) es muy similar al de la figura del caso de
una muestra, salvo que ahora la función vale 0 hasta el valor máx(x1, . . . , xn).

Busquemos los puntos cŕıticos de la función de verosimilitud, o mejor, los de la
de log-verosimilitud. Tomamos logaritmos (allá donde la función de verosimilitud no
es 0) para obtener

logvero(θ) = n ln(6) + ln
( n∏

i=1

xi

)
− 2n ln(θ) +

n∑
i=1

ln
(
1− xi

θ

)
,

y derivando alegremente,

∂θ logvero(θ) = −2n

θ
+

1

θ

n∑
i=1

xi
θ − xi

.

Finalmente, igualamos a 0 para obtener que los puntos cŕıticos de la función de
verosimilitud verifican la ecuación

(	) 2n =

n∑
i=1

xi
θ − xi

.

Ecuación que tiene una única solución en la región θ > máx(x1, . . . , xn). Para verlo,
observamos que el miembro de la derecha es una función decreciente en θ (lo que se
comprueba por simple inspección de la función, o viendo que su derivada es negativa);
que tiende a +∞ cuando θ → máx(x1, . . . , xn); y que tiende a 0 cuando θ → ∞.
Por lo tanto, solo pasará una vez por la altura 2n. Ese único punto cŕıtico será el
máximo global de la función de verosimilitud, y por tanto la estimación por máxima
verosimilitud de θ. Llamémosle, como corresponde, θ̂.

Llamemos, por abreviar, M = máx(x1, . . . , xn). Por un lado sabemos que θ̂ > M ,
claro. Pero en realidad

(		) M < θ̂ ≤ 3

2
M.

Para verlo, supongamos que θ̂ fuera mayor que 3M/2, y por tanto θ̂ > 3xi/2 para
cada i = 1, . . . , n. Entonces se tendŕıa que

n∑
i=1

xi

θ̂ − xi
<

n∑
i=1

xi
3xi/2− xi

=

n∑
i=1

2 = 2n,

lo que contradice que θ̂ es solución de (	).
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En cuanto al cálculo en śı del valor de θ̂, en general deberemos resolver la ecua-
ción (	) con algún procedimiento numérico, para el que, por cierto, la estimación a
priori (		) de la ubicación de la solución puede venir de perlas. Observe el lector
que, en el caso de una única muestra, la ecuación (	) es simplemente 2 = x/(θ − x),
de solución θ̂ = 3x/2, como ya vimos. ♣

Ejemplo 5.2.13. La variable X tiene como función de densidad f(x; θ), donde θ ∈
Θ = {0, 1}. Las dos funciones de densidad alternativas vienen dadas, para x ∈ (0, 1),
por

f(x; 0) = 1 , f(x; 1) = 1/(2
√
x) .

Se pide determinar el estimador de máxima verosimilitud del valor de θ ∈ {0, 1}.
En la figura de la derecha representamos las dos po-

sibles funciones de densidad. Sea (x1, . . . , xn) ∈ (0, 1)n

una muestra de X. Nótese que el espacio de paráme-
tros es discreto, y por tanto no tiene sentido derivar
la función de verosimilitud de la muestra, que toma
únicamente dos valores:

V (θ;x1, . . . , xn) =

⎧⎨⎩ 1, si θ = 0;
1

2n
√
x1 · · · xn , si θ = 1.

Basta comparar estas dos cantidades para decidir cuál
es la estimación: cuando 2n

√
x1 · · · xn sea menor que 1 (de manera que su rećıproco

es mayor que 1), optaremos por θ̂ = 1, y en caso contrario tomaremos θ̂ = 0. En
términos más simplificados, tendremos la estimación θ̂ = 1 cuando x1 · · · xn < 1/4n,
y θ̂ = 0 en caso contrario.

Obsérvese que el que el producto x1 · · · xn sea menor que 1/4n requiere que
muchos de los xi sean relativamente pequeños, lo que apunta a que, efectivamente,
fueron sorteados con el modelo f(x; 1). Por ejemplo, si disponemos de una única
muestra x1, nos decidiremos por el modelo f(x; 1) cuando x1 < 1/4. ♣

En el siguiente ejemplo, tenemos un modelo en el que la función de maxima
verosimilitud puede tener, según sean los datos de la muestra, varios máximos global,
un único máximo global, o ninguno. ¡Vaya, vaya!

Ejemplo 5.2.14. Estimación del coeficiente de correlación ρ de un vector aleato-
rio (X,Y ) que siga una normal bidimensional de parámetros m = 0 y matriz de
covarianzas

( 1 ρ
ρ 1

)
.

Ambas X e Y son normales estándar. La distribución conjunta viene determinada
por ρ ∈ Θ = (−1, 1). Recordemos que la función de densidad conjunta es, en este

notas de estad́ıstica I – 30 de octubre de 2017 – jose l. fernández y pablo fernández



5.2. Métodos de construcción de estimadores 37

caso,

f(x, y; ρ) =
1

2π

1√
1− ρ2

e
− 1

2
1

1−ρ2
(x2−2xy ρ+y2)

Supongamos que tenemos una muestra ((x1, y1), . . . , (xn, yn)). La función de log-
verosimilitud es

logvero
(
ρ; ((x1, y1), . . . , (xn, yn))

)
= −

n∑
j=1

[
ln
( 1

2π

)
− 1

2
ln(1− ρ2)− 1

2

1

1− ρ2
(x2j − 2xjyj ρ+ y2j )

]
= n ln

( 1

2π

)
− n

2
ln(1− ρ2)− n

2

x2 + y2 − 2ρ xy

1− ρ2
,

esto es,

2

n
logvero(ρ) = 2 ln

( 1

2π

)
− ln(1− ρ2)− x2 + y2 − 2ρ xy

1− ρ2
.

Vista como función de ρ (en el intervalo (−1, 1)), esta logverosimilitud puede
tener comportamientos diversos, en función de los valores x2, y2 y xy provenientes
de la muestra. Obsérvese que, cuando ρ2 → 1, el segundo término tiende a −∞, pero
el tercero puede tender a +∞ o a −∞ en función del signo del numerador. Este
balance puede dar lugar a diversas situaciones, algunas de las cuales representamos
en las siguientes figuras:

x = y = 1, xy = 0 x = y = 1/3, xy = 0 x = y = 1/3, xy = 1/2

En la primera situación habŕıa un máximo global, en la segunda dos, y en la
tercera no habŕıa tal máximo.

La ecuación de los puntos cŕıticos

∂ρ

( 2
n
logvero(ρ)

)
= 0

deviene en
ρ(1− ρ2) + xy (1− ρ2)− ρ (x2 + y2 − 2ρxy) = 0,

que es una ecuación cúbica en ρ.

A la vista de cómo son las variables X e Y , uno “espera” que x = y ≈ 0, y que
x2 = y2 ≈ 1. Si fueran exactamente esos valores, entonces tendŕıamos

ρ(1− ρ2) + xy (1− ρ2)− 2ρ (1 − ρxy) = 0,
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una de cuyas soluciones es ρ = xy. Es decir, habŕıa un punto cŕıtico justo en la
correlación muestral. Pero, ¿es único?, ¿es un máximo global?

Pongámonos en otro caso, en el que xy = 0 y x2 = y2 = u > 0. La ecuación es
entonces

ρ(1− ρ2)− 2uρ = 0.

Una ráız es ρ = 0. Las otras dos posibles ráıces seŕıan solución de ρ2 = 1− 2u.

Si u > 1/2 no hay más puntos cŕıticos, y ρ = 0 es un máximo de la función de
verosimilitud.

Pero si u < 1/2, hay dos ráıces más: ρ = ±√
1− 2u. En este caso el valor en ρ = 0

de (2/n)logvero(ρ) (quitándole el término constante inicial) es −2u, mientras que
en ρ = ±√

1− 2u es ln(1/2u)− 1. Como para z ∈ (0, 1) se tiene que ln(1/z) > 1− z,
se deduce que, en este caso, que ρ = ±√

1− 2u son máximos globales, mientras que
ρ = 0 es un mı́nimo local. Estaŕıamos en una situación como la representada en la
figura intermedia de más arriba. ♣
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