7. Clasificatori statistici

7.1. Clasificatorul bazat pe metrica Mahalanobis

Parte din limitarile specifice clasificatorului de tip distan{d minima, ce
utilizeaza metrica euclidiana, pot fi inlaturate utilizandu-se pentru aceasta o
alta metrica, respectiv, metrica Mahalanobis. In acest mod noul clasificator,
bazat pe metrica Mahalanobis, va depasi problemele generate de scalarea
setului de date si/sau cele generate de existenta trasaturilor corelate.

7.1.1. Distanta standardizata

1. Caracterizarea statistica a unei clase

Sa consideram procesul aleator x caracterizat de un set de N realizari
particulare ale acestuia: a’, a°, ..., a". In continuare vom considera ci toate
aceste realizari particulare apartin aceleiasi clase. Dupa cum s-a aratat
anterior variabila aleatoare x poate fi caracterizata de doi parametri statistici
fundamentali: media si varianta. Media realizarilor particulare ale variabilei
aleatoare x se estimeaza cu ajutorul relatiei (5.229) sau a relatiei (5.230) si

poate fi scrisa:

m, =%(al +a’ +-~-+aN) (7.1)

Daci setul de date, a’, a°, ..., d", apartine aceleiasi clase (conditie
satisfacutd in cazul nostru) valoarea medie este aproximativ centrul clasei
respective, vezi Figura 7.1. In aceasti situatie spunem ca media clasei este
o valoare tipici pentru clasa respectiva. In cazul clasificatorului de tip
minimd distantd vectorul mediu era considerat vectorul prototip al clasei
(pentru x, variabila aleatoare, media reprezenta valoarea prototip).

Varianta (momentul centrat de ordin doi al variabilei aleatoare x) este si
ea 0 masurd ce caracterizeaza clasa respectiva insa din punct de vedere al
marimii clasei respective, al extinderii ei spatiale; cu alte cuvinte, varianta
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reflectd dispersia clasei sau cat de departe poate fi o valoare particulara a lui
x fatd de cea tipica, datd de media clasei.

Clasa 1 Clasa 2
Masuratori realizate Imediat dupa
pentru o activitate o activitate fizica
de birou — subiectul odihnit sustinutd — subiectul obosit
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Figura 7.1. Media si deviatia standard pentru cazul unidimensional a
doua clase

Valoarea estimata a variantei este, asa dupa cum stim, datd de media
aritmetica, calculata la nivel de esantion, a patratelor deviatiilor individuale
de la medie:

6’% :%[(al —mx)z +(a2 —mx)z +--~+(aN —mx)z} (7.2)

Riadicina piatratica a variantei este deviatia standard. In Figura 5.31 se
prezinta corelatia ce exista Intre repartitia numarului de elemente si deviatia
standard a distributiei acestor clemente, daca variabila aleatoare x este
caracterizatd de o functie densitate de probabilitate de tip gauss-iand. In
acest caz 68% dintre exemplare vor fi la o distantd de maximum o deviatie
standard fatd de medie in timp ce 95% dintre exemplare vor fi la o distanta
maxima de doua deviatii standard.

In reprezentarea grafica din Figura 7.1 se prezinta, in mod intuitiv, doua
clase si, respectiv, parametrii statistici de ordin unu si doi ce le
caracterizeaza. Din aceastd figurd se observa cd media (sau generalizand
vectorul mediu) ne furnizeaza informatii ce privesc pozitionarea clasei (a
centrului ei) 1n spatiul trasaturilor, in timp ce deviatia standard ne furnizeaza
informatii despre “raza” sau dimensiunea clasei.

Observatie 7.1: Acelasi tip de analiza, folosind statistica descriptiva, poate
fi facuta si la nivelul fiecarei variabile aleatoare — componentd a
vectorului aleator multidimensional x. Astfel, dacd x; reprezintd
variabila aleatoare aferentd trasaturii i din vectorul aleator de trasaturi
x, atunci putem vorbi de m;; ca fiind media trdsaturii i pentru clasa j, si,
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respectiv, de oy ca fiind deviatia standard pentru aceeasi trasatura i si
aceeasi clasa ;.

2. Definitia distantei standardizate

In general, orice valoare numerici pentru o anumiti trisitura,
componentd a unui vector aleator de trastauri, x, poate avea o unitate de
masurd specificd. In acest caz vorbim, implicit, si de o scald de lucru
corespunzatoare. Daca o astfel de trasdturd este multiplicata cu o cantitate g
(factor de scalare) atunci, atat media cat si deviatia standard sunt, la randul
lor, multiplicate cu aceeasi cantitate g — in cazul mediei — si, respectiv, cu ¢°
— in cazul variantei; aceste rezultate reprezinta particularizari ale relatiilor
(6.12) 51 (6.15) pentru cazul unidimensional.

In concluzie, atat pozitionarea dar si dispersia clasei se modifici ca efect
al modificarii scalei oricareia dintre componentele vectorului de trasaturi —
aspect care poate fi in unele aplicatii foarte suparator.

Pentru usurarea calculelor in unele situatii este de dorit o scalare a setului
de date astfel incat deviatia standard a variabilei aleatoare studiate sa fie
egald cu unitatea. Aceastd operatie este foarte usor de realizat prin
impartirea variabilei aleatoare x la deviatia ei standard, c,. In acest mod, pe
langd obtinerea efectului dorit, noua variabila aleatoare rezultantd este o
variabila aleatoare fard unitate de masurd. Aceasta caracteristica este foarte
importanta Intrucat, pe de o parte, ea rezolva neajunsul prezentat mai sus, iar
pe de alta parte, ne permite definirea unei distante care este, de asemenea,
una independentd de unitdtile de masura folosite la observarea diverselor
trasaturi analizate.

Pentru masurarea distantei de la un element a la centrul clasei m, (ca in
cazul clasificatorului de tip minima distantd) este, deci, util sa masuram
aceastd distantd in mod relativ, prin impartirea la deviatia standard. Aceasta
distanta este numita in literatura de specialitate distanta standardizata si ea
este data de:

a—m,

(7.3)

=

Ox

Utilizand relatia (7.3) se poate demonstra usor ca distanta r este
invarianta la operatiile de translare si scalare. Aceaste observatii sugereaza o
importanta generalizare a clasificatorului de tip minima distantd bazat pe
metrica Euclidiana.
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Problema 7.1: Demonstrati faptul ca distanta standardizata este invarianta la
operatiile de translare si scalare.

In masurarea distantei dintre un vector oarecare de trasaturi a si vectorul
mediu m;, reprezentand prototipul clasei j, putem utiliza, de asemeni, si
urmatoarea distanta standardizata data de relatia:

2 2 2
a, —m . a, —m . a, —m.
ri(a,m;)=|— A 20 2ol py | — (7.4)
2

Jjl O_jd

Aceasta distantd are si ea, la randul ei, aceeasi importantd proprietate si
anume aceea de a fi invariantd la operatiile de scalare si translare. Astfel,
daca utilizdm aceasta distantd in cadrul unui clasificator, unitatile de masura
pe care noi le utilizdm pentru exprimarea valorilor diferitelor trasaturi nu
vor mai afecta in nici un mod distanta masuratd intre vectori si, in
consecintd, nu vor mai influenta nici rezultatul final al clasificarii.

O generalizare directd a acestei distante standard pentru cazul
multidimensional este si distanta bazata pe metrica Mahalanobis, metrica pe
care o prezentdm in cele ce urmeaza.

7.1.2. Metrica Mahalanobis

Sa presupunem cda avem un vector aleator d-dimensional x care este
caracterizat de media m, si de matricea de covarianta C.. In continuare
utilizam o matrice A4, d x d dimensionald, pentru transformarea vectorului
aleator x Intr-un vector aleator y prin intermediul relatiei:

y=A-x (15)

In cadrul acestui subcapitol dorim si gisim o metricd capabild de a
generaliza conceptul de distantd, astfel incat distanta de la o realizare
particulara a a vectorului aleator x la m, (media clasei) cat si distanta de la b
la m, (atat b cat si m, au fost obtinuti din a si, respectiv, m, prin intermediul
transformatei 4) sa fie egale in ambele spatii in care realizdm masuratorile.

Cu alte cuvinte, avand o astfel de metrica nu vom mai fi obligati, in cazul
trasaturilor corelate, sa gasim o transformare care sd ne duca din spatiul
initial existent intr-un alt spatiu in care matricea de covariantd sd fie una
diagonala. Cu ajutorul acestei metrici vom putea realiza clasificarea in chiar
spatiul initial, deoarece performantele metricii vor fi aceleasi indiferent de
spatiul in care lucram (astfel spus, ne este indiferent spatiul unde facem
clasificarea). In aceasti noud abordare putem economisi putere de calcul

282



Clasificatori statistici

intrucdt nu mai suntem obligati sd aflim transformata care sa determine
decorelarea trasaturilor si pe care, ulterior, sa o mai si aplicam intregului set
de date.

Observatia 7.2: In cazul utilizarii metricii euclidiene distante egale pentru o
realizare particulard a in cele douad spatii (in cel initial si, respectiv, in
cel obtinut in urma aplicarii transformarii) sunt garantate numai in
acele cazuri particulare (de exemplu, In situatia in care matricea A4
doar reflecta intregul spatiu in raport cu un hiperplan de referinta)
Ceea ce dorim sa facem 1n mod real este sd normalizdm distantele,
similar cu situatia monodimensionala data de relatia (7.3) astfel incat
noua distantd obtinutd sd fie invariantd la aplicarea oricarui tip de

operator liniar.

Scopul principal al acestui subcapitol este de a generaliza distanta
standard, datd de (7.3), la o distantd capabild sa lucreze cu vectori
multidimensionali de trasaturi.

Daca rescriem relatia (7.3) in forma:

2
r? :(a—mx] :(a—mx)%(a—mx) (7.6)

Ox oy

atunci, o generalizare imediatd a distantei unidimensionale standardizate
pentru cazul unui vector aleator multidimensional va fi data de relatia:

2 =(a=m) Sa=m) @)

Distanta anterioara (de la vectorul aleator a la vectorul my) este cunoscuta
sub numele de distanta Mahalanobis.

Problema 7.2: Sa se demonstreze ca distanta Mahalanobis este invarianta la
orice transformare liniara aplicata setului de date.

Rezolvare:
Sa consideram un vector aleatoriu real x (caracterizat de media m,
si matricea de covariantd Cy) caruia ii aplicam transformarea data de
relatia (7.5). In final va rezulta un vector aleator y pentru care avem:

my=Amx (7.8)

si
C,=AC: AT (7.9)

Stiind ca:
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. Cl=@)Tcl 41 (7.10)
putem scrie:
i} =y=m, ) M y=m, )=
- Ax—Amx)T(A_l)TC;IA_I(Ax—Amx):
x—mx)TAT(A‘l)TC;lA‘lA(x—mx)z
= (x- x)T(A_IA)TC;I(A_IA)(x—mx)z
) O emmy )=

(7.11)

Aceasta demonstratie dovedeste invarianta distantei Mahalanobis la
orice tip de transformare liniara.

Se poate ardta ca suprafetele de decizie date de norma Mahalanobis
sunt patratice iar pentru distante » constante fatd de m, obtinem
elipsoizi care sunt centrati In acest vector.

7.1.3. Clasificatorul Mahalanobis

Un clasificator de minima distanta ce utilizeaza distanta Mahalanobis se
numeste clasificator Mahalanobis. In continuare prezentim modul de
utilizare a distantei Mahalanobis in cadrul unui clasificator de tip minima
distanta.

m1 B ————
C, " (a-m;) C' (a-m)) >
a Lad

a apartine clasei i
m; —, . entru care
Selectie p

C,—— (@-m)' C;'(@-m)) — \Laioare @i Ci'(a-m)
este minim din

I minima (a'mk)T Ck_[ (a'mk)
| pentru Vk=1 ..M

I
mM—>

Cu —{ (a-my)" Cy/" (a-my)

Figura 7.2. Schema bloc a clasificatorului bazat pe norma Mahalanobis

»
>
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Fie m;, mo, ... , my centrele de masa (sabloanele, template-urile) pentru
cele M clase considerate (implicit se presupune ca acestea formeazd o
partitie a esantionului), iar C;, C», ... , Cy matricile de covarianta
corespunzatoare. Cu ajutorul normei Mahalanobis se masoara distantele de
la vectorul a la fiecare element prototip apartinand celor M clase. Vectorul a
va fi, 1n final, atribuit acelei clase pentru care distanta Mahalanobis de la el
la media clasei este minimd. Schema bloc a acestui clasificator este
prezentata in Figura 7.2.

Observatia 7.3: In cazul particular cand trasaturile sunt necorelate (matricea
de covariantd, C,, este diagonald) iar variantele in toate directiile
spatiului de trasaturi sunt aceleasi (toate elementele de pe diagonala
principala a lui Cx sunt egale intre ele), suprafetele de decizie devin
hipersfere iar distanta Mahalanobis, in aceasta situatie, este identica cu
distanta Euclidiana. In concluzie, un clasificator de minima distanta ce
utilizeaza distanta Mahalanobis este, de fapt, o generalizare a unui
clasificator de tip minima distantd ce utilizeaza distanta
Euclidiana.

7.1.4. Avantaje si dezavantaje ale clasificatorului Mahalanobis

Utilizarea metricii Mahalanobis inlaturd o serie de limitari prezente in
cazul utilizarii metricii Euclidiene, asigurand totodata urmatoarele avantaje:

(1) independenta fatd de scalarea uneia sau alteia dintre trasaturi;
(2) capacitate de a lucra cu trasaturi corelate;

(3) flexibilitate superioara a suprafetelor de decizie, care de aceasta
datad sunt unele patratice.

Toate aceste avantaje prezentate anterior au si un pret pe care trebuie sa-1
platim. Astfel:

(1) Pentru utilizarea metricii Mahalanobis trebuie sa estimam (din setul de
date) matricile de covarianta pentru fiecare clasa in parte. Din pacate
insd aceste matrici sunt extrem de dificil de estimat cu acuratete. Mai
mult, timpul de calcul cat si memoria de stocare creste patratic cu
numarul de trasaturi pe care il utilizadm.

Daci avem N realiziri particulare pentru vectorul aleator real x, a’,
a’, ..., a", toate apartinand aceleiasi clase, matricea de covariant va fi

calculata cu relatia:
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2)

Al b onf b

(7.12)

Daca tinem cont ca vectorul aleator x este unul d-dimensional rezulta
ca matricea de covarianta C, este o matrice d X d dimensionala.

Daca N, numarul total de trasaturi cu ajutorul carora estimam Cy, este
mai mic decdt d + 1 atunci ne aflam in situatia particulara in care
matricea Cy este o matrice singulari!; acest fapt genereazi o problemi
majord, intrucat noi suntem obligati sd inversim matricea de
covarianta pentru a putea calcula mai departe distanta Mahalanobis.
Pentru ca o matrice de covarianta sa nu fie singuld, la limita, va trebui
sd avem un numar minim de vectori de trasaturi care sd fie mai mare
de d + 1. Lucrurile se complicd, insd, si mai mult atunci cand
congtientizdm ca numarul de vectori aleatori, cu ajutorul carora se
estimeaza matricea de covarianta pentru fiecare clasa in parte, trebuie
sa fie mai mare decat acest prag. In consecintd, pentru o aplicatie cu M
clase si un vector de trasaturi d-dimensional setul minim de date ar
trebui sa confind cel putin M x (d + 1) vectori de trasaturi, cu minim d
+ 1 vectori aleatori pentru fiecare clasa.

Observatia 7.4: Chiar in situatia in care numarul de vectori aleatori ai

1

3)

setului de date va fi putin mai mare de d + 1, estimarea matricei de
covarianta nu va fi una foarte exacta. Prin utilizarea unei matrici de
covariantd a carei estimare nu este foarte exactd vom obtine o
acuratete scazuta atat in cazul clasificatorului de tip minima distanta
ce utilizeazd o normd Mahalanobis cat si in cazul clasificatorului
Bayes-ian, asa cum de altfel vom prezenta si in subcapitolul urmator.
In ceea ce priveste existenta unui numdr limitat de vectori de trasaturi
aceasta reprezintd un impediment major 1n cazul ambelor
clasificatoare (Bayes-ian si, respectiv, a celui bazat pe norma
Mahalanobis).

Matricea de covarianta (pentru vectori aleatori d-dimensionali) contine
d? elemente, din care — datoritd simetriei acestei matrici — doar un
numir de d(d+1)/2 elemente sunt independente. In acest caz putem
spune cd o estimare corectd a matricii Cr se obfine efectiv abia in
momentul in care numarul de vectori de trasdturi cu ajutorul carora
calculam aceasta matrice ajunge aproape de d(d + 1)/2 sau, ideal,
depaseste aceastd valoare. Dacad problema de rezolvat este una ,,mica”

O matrice este singulara daca determinantul ei este egal cu zero.
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din punct de vedere al numarului trasdturilor implicate, acest fapt nu
ar ridica probleme deosebite. Dar, din pacate, nu este iesit din comun
sa avem probleme de clasificare caracterizate de vectori de trasaturi ce
au, de exemplu, in jur de 100 de componente.

Exemplu 7.1: In cazul unei probleme de clasificare a 5 fask-uri mentale pe
baza coeficientilor de amplitudine ai modelului ANAPP (Adaptive
Nonlinear Amplitude and Phase Process) — model prezentat in
referinta [Dobrea, 2007] — s-au utilizat vectori de trasdturi cu un
numar de 104 componente; aceste componente reprezentau,
concatenat intr-un singur vector de trasaturi, diversi parametri estimati
pe un numar de 6 secvente de semnal EEG inregistrate simultan de la
6 electrozi plasati la nivelul scalpului unui subiect. In acest caz, o
realizare particulara a vectorului aleator de trasaturi a fost asociata
unor inregistrari (simultane) ale semnalului EEG de la cei 6 electrozi
in timp ce setul de date a fost generat de N astfel de inregistrari
simultane. In aceasta aplicatie particulari d a fost egal cu 104 iar un
calcul simplu ne releva un necesar de cel putin d(d + 1)/2, adica de cel
putin 5460 de realizari particulare pentru o estimare corectd a matricei
de covariantd pentru doar o singura clasa. Tinand cont ca aplicatia de
clasificare viza 5 astfel de clase, rezulta ca in total ar fi fost nevoie de
minim 27300 de vectori de trasaturi pentru o estimare corecta a celor
cinci matrici de covariantd. In realitate baza de date utilizati a avut
doar 1670 de vectori de trasaturi [Dobrea, 2007]. Daca in aceasta
situatie s-ar fi utilizat un clasificator de tipul Mahalanobis, rezultatele
clasificarii ar fi fost aproape cu sigurantd unele foarte slabe. Motivul
unor astfel de performante scazute nu s-ar fi datorat puterii scazute de
discriminare a acestei metode, asa cum am fi fost poate tentati sa
credem la o prima analiza ci ele ar fi fost generate, in principal, de o
estimare nesatisfacatoare a parametrilor modelului.

In concluzie, se observa cd o data cu cresterea numarului de trasaturi apar
o serie de factori limitativi ce determind o acuratete scazuta a
clasificatorului bazat pe metrica Mahalanobis.

Aplicatie 7.1: Pentru intelegerea clasificatorului Mahalanobis s-a realizat un
program al carui cod se afla in directorul ,,Comparatie minDist-
Mahalanobis-Bayes” asociat acestui subcapitol. Programul este unul
mai general si el implementeazd trei clasificatori elementari
(clasificatorul de minima distanta bazat pe metrica euclidiana,

287



Algoritmi si metode inteligente cu aplicatii in electronica si biomedicina, vol I

clasificatorul Mahalanobis si, respectiv, clasificatorul Bayes-ian, ce va

fi prezentat mai tarziu). Programul permite:

= incarcarea unui set de vectori bidimensionali de trasaturi, set de
date ce poate contine un numar de maxim 7 clase — operatia se
realizeaza prin intermediul elementelor 1 de pe interfata grafica
(vezi Figura 7.3);

= plasarea in spatiul trasaturilor, cu ajutorul mouse-ului, a unui
element necunoscut urmand ca, ulterior, sd se determine aparteneta
acestuia la una din clasele posibile utilizand, pentru aceasta, unul
din clasificatorii anterior mentionati; programul va prezenta
simultan si valorile functiilor discriminant calculate pentru
elementul necunoscut — pentru aceasta se folosesc elementele din
registrul 2;

= trasarea, pentru setul de date incarcat, a suprafetelor de decizie
obtinute folosind cei trei clasificatori — butoanele dedicate sunt
cele din registrul 3;

= Afisarea, in valori absolute sau procentuale, a performantelor
clasificarii obtinute folosind succesiv, pe acelasi set de date, cei
trei clasificatori; pentru afisarea performantelor s-a folosit ca
forma de prezentare matricea confuziilor.
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Figura 7.3. Interfata grafica a programului

Utilizand acest program se cere sa se atingd urmatoarele obiective:

1. Incarcati unul din urmitoarele seturi de date: ,,6 Classes.txt”, ,,7
Classes.txt” (aceste douad seturi de date contin 6, respectiv, 7 clase,
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cu numar similar de vectori de trasaturi bidimensionali — 1000
pentru fiecare clasa in parte; aceste clase sunt caracterizate, fiecare
in parte, de o matrice de covariantd §i, respectiv, de o medie
proprie), ,,6 Classes - Different prob.txt” (acest set de date este
derivat din ,,6 Classes.txt”, de care diferd prin aceea ca cea de a
treia clasd este compusd din doar 10% din elementele clasei
originale), ,,Femei-Barb Greut-Inalt Bayes rnd.txt”, ,,Odihnit-
Obosit Puls-PresSist rnd.txt”.

2. Determinati generarea suprafetelor de decizie pentru clasificatorul
de minima distanta si pentru cel Mahalanobis.

3. Determinati performantele de clasificare ale acestor doi
clasificatori (analizate prin intermediul matricilor confuziilor) si
corelati rezultatele obtinute cu pozitionarea suprafetelor de decizie
anterior obtinute.

4. Plasati elemente necunoscute in spatiul de intrare i analizati
corecta lor atribuire la una din clasele existente prin intermediul
clasificatorului de minima distanta si a celui de tip Mahalanobis.

5. Prin trasarea suprafetelor de decizie pentru clasificatorul
Mahalanobis si analizand rezultatele obtinute la punctul precedent
se poate observa ca una din clase este caracterizata de existenta a
doua regiuni decizionale disjuncte (respectiv, regiunile 6); dintre
aceste regiuni, una nici macar nu confine elemente. Explicati, in
mod intuitiv, ce anume a determinat obtinerea acestui rezultat.
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7.2. Clasificatorul Bayes-ian

7.2.1 Alegerea optima a suprafetei de decizie bazata pe modelul
statistic al datelor

Clasificatorii prezentati pand acum si-au bazat regula de decizie pe
rezultatul masurarii unor distante (distantele dintre forma de intrare si un set
de vectori de referintd sau puncte prototip din spatiul caracteristicilor). O
noud abordare a problemelor de clasificare — bazatd de aceasta datd pe
modelul statistic al setului de date (vezi definitia modelului statistic data in
Subcapitolul 5.5.1) — este prezentata 1n cele ce urmeaza.

Ca element de referinta, tehnicile statistice de clasificare se bazeaza pe o
presupunere fundamentald si anume aceea ca pentru fiecare clasa exista o
functie densitate de probabilitate ce ne ajuta In determinarea probabilitatii ca
o forma de intrare sa apartina unei clase sau alteia dintre clasele posibile.

Exemplul 7.2: Determinarea starii de oboseala fizica a unui subiect functie
de activitatea cardiaca a acestuia — cuantizata prin intermediul pulsului
persoanei analizate (problema prezentata anterior, in Subcapitolul
3.5.1) —, poate fi modelata, de exemplu, si tratatd statistic astfel: daca
consideram pulsul, masurat In batdi/minut, o cantitate guvernatd de
legile statisticii §i generatda de doua “procese” diferite — oameni
odihniti si, respectiv, oameni obositi? fizic — observiim oportunitatea
utilizarii unui model statistic in cadrul acestei probleme. Cele doua
clase sunt date, in acest caz, de clasa {odihnit} s§i, respectiv, clasa
{obosit}.

Din masurari repetate ale pulsului pentru cele doua clase de
subiecti putem extrage parametrii statistici ce determind in mod
unic functiile densitate de probabilitate teoretice propuse pentru a
modela distributiile celor doua clase.

In cazul ipotezei unor distributii gauss-iene monodimensionale —
ipoteza folosita si de noi In cazul problemei de fata — avem nevoie sa
estimam doar doi parametri, respectiv, media si varianta, in timp ce, In
cazul distributiilor gauss-iene caracterizate de vectori d-dimensionali
de trasaturi ar fi trebuit sa calculam vectorul mediu si matricea de
covariantd. O data estimati acesti parametri, pentru ambele clase,

2 in aceasta analiza starea de oboseala fizicad a fost indusa de o activitate fizica intensa —

urcarea unui deal Intr-un timp minim posibil fiecarui subiect
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putem ulterior determina complet forma functionala a densitatilor
de probabilitate ce le caracterizeaza. Folosind, in plus, si informatiile
a priori privind probabilitatea claselor putem deduce mai departe, cu
ajutorul regulei lui Bayes, care sunt probabilitatile posterioare ale
claselor (probabilitatile conditionate revizuite ale claselor,
reprezentand probabilitatea ca o realizare particulara sa apartina unei
anumite clase). In final, folosind aceste probabilititi posterioare ale
claselor putem trece la implementarea clasificatorului statistic.

Observatia 7.5: Problema de mai sus poate fi una generalizata astfel: avem
la dispozitie o realizare particulara, a’, a unui vector aleator x, d-
dimensional, de trasaturi §i ne punem problema carei clase din cele M
posibile sa il atribuim.

Solutia cea mai logica si directa ar fi sa atribuim aceasta realizare
particulari a” acelei clase ce are probabilitatea maximi de a-l
contine. In concluzie, observim ci din nou teoria probabilitatilor si
statistica ne poate da o mana de ajutor in rezolvarea acestor clase de
probleme.

Teoria probabilitatilor si statistica ne propun un set de reguli foarte
generale si precise (aplicabile la o clasa foarte larga de probleme) pentru
constructia unui clasificator. Aceasta teorie ne aratd ca un clasificator
optimal va alege clasa ¢; de apartenentd a elementului a° (o realizare
particulara a unui vector aleator x) drept acea clasd ce maximizeaza
probabilitatea conditionatd P( ¢;|a®). Acest ultim termen, P( ¢; |a°), numit
si probabilitate posterioard (vezi Subcapitolul 5.4.5, ,Probabilitatea
conditionata. Regula produsului, a sumei si teorema lui Bayes”), reprezinta
probabilitatea clasei ¢; de a include elementul ¢°. Din aceastd perspectivi
vom avea:

a’ va fi asignat clasei ¢; daci: P(c,.|a0 )= max P(c,‘ao) (7.13)
j=l... ’

In relatia (7.13) M este numirul total de clase cirora elementul a” poate
sd le apartind virtual; de exemplu pentru problema practicd prezentata la
inceputul acestui subcapitol M = 2 (obosit versus odihnit).

Observatia 7.6: Din punctul de vedere al teoriei clasificatorilor (vezi
Subcapitolul 3.5.2) se constatd ci in relatia (7.13) termenii P( ¢; | a’)
sunt chiar functiile discriminant caracteristice fiecarei clase.
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Deoarece probabilitatea posterioara nu poate fi determinata in mod direct
din masuratori asupra setului de date, vom utiliza relatia lui Bayes pentru a o
deduce. Astfel, putem scrie:

unde:

P(cila’)

fd’|ci)

P(ci)

f(a”)

f:(a® [e)P(c;) (7.14)

P(c; a%) = |
fr(a®)

este probabilitatea® clasei ¢; de a include elementul a’ (este
probabilitatea ca a’ chiar si apartini clasei ¢;);
probabilitatea realizirii lui @’ dati de modelul statistic al
vectorului aleator x ce descrie clasa ¢; (valoarea calculata in
a’ a functiei densitate de probabilitate care descrie
distributia vectorului de trasdturi pentru clasa c¢;), mai
simplu este probabilitatea ca elementul o’ si fie generat de
clasa ¢;;

este probabilitatea aprioricd a clasei, calculata in cazul
problemei noastre de clasificare ca fiind probabilitatea de
realizare a evenimentelor din clasa c;;

este probabilitatea ca evenimentul g” sd se Intdmple
indiferent de clasa careia ii apartine; in general, aceasta
probabilitate se calculeaza cu relatia:

0

M
fe(a® =3 fea®ePie;)  (7-13)

i=1

Dupa cum se poate observa din relatia (7.14), probabilitatea posterioara
poate fi calculata ca produsul dintre probabilitatea apriorica a clasei, P(c;), si
probabilitatea ca elementul o’ si fie generat de un proces caracterizat de
clasa c;, totul normalizat la f:(a”).

Determinarea numerici a probabilititii posterioare P(c; | a”) si asignarea
unui element la o a anumitd clasd este foarte simpld, ea presupunand
parcurgerea urmatorilor pasi:

(1) tinand cont de setul de date si de presupunerile initiale facute asupra
formei functiilor densitate de probabilitate conditionata, fi(alc:), se
estimeaza aceste functii pentru fiecare clasa in parte;

(2) se estimeaza P(c;), probabilitatile apriorice, din datele existente, drept
probabilitatea de realizare a evenimentelor din clasa c;;

3

Ca o observatie, P(cila’) = p(cila”), unde p(-) este functia masi de probabilitate

conditionatd a clasei ¢; datd de {x = a}.
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3)

4)

()

ulterior, din estimarea functiilor densitate de probabilitate ce descriu
distribugiile claselor (realizatd in prima etapa), se determina
probabilitatea fi(a’|c:), reprezentand valoarea functiei fy(a|c;) calculatd
in punctul a’;

ultimul factor, f(a”), este un factor de normalizare ce este, de obicei,
eliminat in cadrul aplicatiilor de clasificare datorita:

a. lipsei de informatii pe care le aduce in procesul de decizie
finala a clasificatorului, si
b. 1incarcarii computationale inutile.

In ultimul pas, folosindu-ne de relatia (7.14), conditia (7.13) devine:

a’ va fi asignat clasei ¢; daca:

Aei)fila®

Dupd cum am prezentat anterior, in relatia (7.16) termenul fy(a”),
termen independent de clasa c;, a fost omis deoarece este acelasi factor
normalizator, comun pentru toate clasele.

ci)zjirll?.)jch(cj) x(aocj) (7.16)

Problema 7.3: Sa se determine suprafata optima de decizie ce separa doua

clase de subiecti umani (odihniti si obositi din punct de vedere fizic),
functie de activitatea cardiaca proprie, utilizand pulsul drept trasatura
discriminatorie intre cele doud clase. In cadrul acestei probleme se
presupune ca inregistrarile activitafii cardiace au fost realizate pe un
grup de 100 de subiecti (angajati ai aceleiasi sectii, din aceeasi
intreprindere) la ora 8.00 AM, imediat dupd sosirea acestora la
serviciu. Asa dupd cum li s-a explicat i cerut anterior, jumatate din
subiecti au parcurs ultima parte a drumului catre serviciu pe jos, intr-
un ritm ceva mai alert iar restul au venit la serviciu cu ajutorul
mijloacelor de transport iIn comun (astfel incat starea de obosealda
fizica sa nu se instaleze).

Seturile de date pentru un esantion statistic de 100 respectiv 10000
de inregistrari se gasesc in directorul asociat acestui capitol in fisierele
,Puls Obosit-Odihnit 100.txt ’’si, respectiv, ,,Puls Obosit-Odihnit
10K.txt”.

Rezolvare: Aceasta problema va fi rezolvatd pentru un esantion de 100 de

inregistrari (o singurd zi) si, respectiv, un esantion de 10000 de
inregistrari (efectuate in 100 de zile consecutive), scopul urmarit fiind
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acela de a pune in evidentd influenta mirimii esantionului statistic*
asupra rezultatelor obtinute.

Daca particularizam relatiile anterioare ce descriu clasificatorul
Bayes-ian, la problema de clasificare a starii de oboseald functie de
activitatea cardiacd a subiectilor, In relatia (7.16) avem i = 1, 2 si,
respectiv M = 2 (doua clase de subiecti: odihniti si obositi).

In ipoteza ca functiile densitate de probabilitate conditionata,
fdalci), pentru cele doud clase sunt densititi gauss-iene, estimam
parametrii acestora — media §i, respectiv, varianta — cu ajutorul
relatiilor:

1 K,

ho=—al (717
22

K
67 = Kiz(a/ ) (1.18)

i Jj=1
unde K; este numarul de realizari particulare ale variabilei aleatoare x
(pulsul subiectului) pentru fiecare clasd i iar a/ este a j-a realizare

particulara a variabilei aleatoare x pentru clasa i.

Parametrii statistici estimati pentru cele doud esantioane sunt cei
prezentati in tabelul atasat Figurii 7.4, in timp ce o reprezentare
grafica a distributiilor celor doua clase este data in Figura 7.4 pentru
cazul esantionului de 10.000 de inregistrari.

O datd cu estimarea parametrilor media si varianta pentru
distributiile conditionate fi(a|c;) ale celor doud clase de indivizi,
obtinem, practic si o determinare completa a acestor functii:

li(a—rhl)zi
1 2 &7
fx(a|cl)=mé_ e - 1 (7.20)
1
. _l_(“"hzz)2_
2 s
fx(a|6‘z)= L2 (7.21)

e
N27o,

Probabilitatea f(a’|c;), ca valoarea a” si fi fost generati de un
subiect apartinand uneia din cele doua clase ({odihnit} sau {obosit}),

0

In cadrul acestei probleme, prin esantion statistic intelegem numarul de inregistrari si nu
numarul de subiecti care au participat la obtinerea setului de date.
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se determind prin particularizarea functiilor densitate fi(a|c;) in
valoarea a’.

0.05

0.045
Odihniti /

0.04 \‘ 14

0.035 g :
0.03
0.025 S
0.02

Obositi

0.015

0.01 p
/]

0.005 +—

Pgls
[batai/min.]

1
0 +rrr T TTITT T IEEEEEEEEEEEEE]

50 56 62 68 74 80 8 92 98 104 110 116 122 128 134

10000 de inregistrari 100 de inregistrari
Odihniti Media = 73.92 Media = 74.32
thnifi Deviatia standard = 10.82 Deviatia standard = 10.88
Obositi Media = 104.08 Media = 105.15
osifi Deviatia standard = 9.46 Deviatia standard = 9.56

Figura 7.4. Distributia seturilor de date: cu linie punctata sunt reprezentate
functiile densitate de probabilitate ce caracterizeaza cele 2 clase iar prin
segmente verticale sunt reprezentate histogramele celor doua clase.

Termenii P(c;), reprezentand probabilitatile apriorice ale claselor, ar
putea fi estimati folosind pentru aceasta, pe langa informatiile
furnizate de setul de date, si informatii cu caracter mai subiectiv legate
de regimul de viata al subiectilor, predispozifia acestora de a efectua,
in mod uzual, activititi fizice, starea de sinitate®, corectitudinea si
constiinta angajatilor (de exemplu, in a respecta un orar fix), sexul®,

Numarul de batai pe minut pentru o persoand sanatoasd in stare de repaus este in
intervalul [60, 100]. Ritmuri cardiace de peste 100 batai/minut (90 dupa alti autori) se
considera drept patogene — tahicardie. Valori ale activitatii cardiace sub o valoare de 60
poartd numele de bradicardie. Pentru anumite clase de subiecti (sportivi, adulti tineri si
sdndtosi) bradicardia este, in anumite conditii, consideratd normala.

In medie inima unui barbat bate in jur de 73 de ori pe minut, iar pentru o femeie ritmul
cardiac este in jur de 80 batdi/minut.
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varsta’ etc. In general insd, in problemele de clasificare si de invitare,

probabilitatile apriorice ale

claselor se calculeazda intr-un mod mai

obiectiv, ca frecventa relativa a evenimentelor din clasa c;:

P(c;)

i

M
2.K)

J=1

(7.22)

0.025 -
fiCalez) P(ez2)
0.02 SeCaler) P(er) P
T/ 0\
0.01 / \
0.005/ /
a [bitai/minut]
0 T T 1T 1T 1T 1T 1T rrirrrrrrrrrrr Trrrrrrr 17 i rrrrr1rr1r1rr1r1 71T —
50 60 70 8 40 100 110 120 130 140

clasa {odihnit} < a <aq

a > ag=> clasa {obosit}

Figura 7.5. Determinarea suprafetei de decizie optime, aq,
utilizand un clasificator Bayes-ian

Alegerea pozitiei suprafetei de decizie a = aq (Figura 7.5) este data

de punctul in care probabilitatile posterioare calculate mai sus sunt
egale, fiind deci solutia ecuatiei:

P(ci|a)=P(c2| a)

de unde rezulta mai departe:

L
2|\ 4

P(cy)

e

2r oy

a—ny

(7.23)

,%(

a—my

1

2o,

j (7.24)

02

j = P(cy)

e

Inima unui nou nascut bate de 120 de ori pe minut. Acest ritm scade o data cu inaintarea
in varstd, la 10 ani ajungand in jur de 90 de batai pe minut. Pentru o persoana matura
ritmul cardiac mediu este prezentat in observatia anterioara.
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P(cl)&ze;(a;l] :P(cz)&le;[aszj (7.25)

Logaritmand, obtinem:

ln(P(cl))+ln(62)—;(”_A"A“j =1n(P(c2))+1n(&1)—;("jﬁ72j (7.26)
G, G

2

In final rezulti urmatoarea ecuatie de gradul 2:

2 I I ~ ~2 A2
4 %—% +a rg—riq; +|In Pe) +1n| 22 1 njlz —nj—i =0 (7.27)
2 6, o 6, O, P(c,) G6,) 26, 6,

Discutii.
Pentru variante diferite (&, #0,) relatia (7.27) este o ecuatie de

gradul doi, cu doua solutii. Dacd variantele &, si &, sunt egale atunci
relatia (7.27) devine o ecuatie de gradul intdi, avand o singura solutie.
a) In cazul aplicatiei noastre, pentru care &, # G,, ecuatia are doua

radacini Tnsa dintre acestea numai una este solutia cautata, respectiv,
solutia plauzibila din punct de vedere biomedical. Solutiile gésite sunt:

» pentru esantionul cu 10000 de determinari: aqs; = 89.55 §i as> =
314.31 iar

» pentru esantionul cu 100 de determinari: aqs; = 90.29 si aaz
328.85.

Intrucat a doua solutie obtinuta nu este nici intr-un caz, nici in altul,
plauzibila din punct de vedere biomedical, rezultd ca suprafata de
decizie (care pentru aceastd problemi este un punct®) trebuie si fie
aleasd 1n valorile 89.55 pentru primul si, respectiv, 90.29 pentru cel
de-al doilea esantion de date. Pentru aceste valori ale pragului de
decizie clasificatorul obtinut este unul optimal.

Se observa ca prin utilizarea unui set de date mult diminuat (doar
1% din primul esantion de date) pozitia suprafetei de decizie obtinta
pentru aceasta aplicatie se modifica, insa nu in mod substantial (90.29
versus 89.55), eroarea fiind una acceptabila.

b) Daca particularizim problema si presupunem ca &6,=06, =0
atunci ecuatia de gradul doi se transforma intr-o ecuatie de gradul intai
a carei solutie este:

Suprafetele de decizie sunt intotdeauna (d-1) dimensionale, vezi si Subcapitolul 3.5.3.
Unde d este dimensiunea spatiului de intrare, a spatiului trasaturilor.
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a, =@+k (7.26)

In relatia (7.26), k depinde de raportul probabilitatilor apriorice ale
claselor precum si de mediile acestora, fiind dat de:

h—— o Pla) (27

ny, — P(cz)

¢) In momentul in care avem &, =&, = o si, in plus, P(c/) = P(c2) —
cu alte cuvinte, variantele ambelor clase sunt aceleasi iar clasele sunt
echiprobabile (se particularizeaza relatia (7.27) pentru P(c;) = P(c>),
rezultdnd £ = 0) — suprafata de decizie va fi pozitionatd la jumatatea
distantei dintre centrele celor doud clase. Altfel spus, suprafata de
decizie este datd in aceasta situatie doar de medile claselor. Acest
rezultat este identic cu cel ce se obtine in cazul utilizarii
clasificatorului de minima distantd bazat pe norma Euclidiani. In
consecint, in aceste conditii particulare clasificatorul Bayes-ian este
identic cu un clasificator de tip minima distantd. Reamintim ca
modul de functionare a clasificatorului de tip minima distantd (vezi
Subcapitolul 4.2) presupune utilizarea in procesul de clasificare
numai a informatiei privind distantele catre mediile claselor.

d) Pentru clasificatorul Bayes-ian, solutia ecuatiei suprafetei de
decizie (vezi si relatia (7.27) obtinutd pentru aplicatia particulara,
unidimensionala, cu doua clase, de mai sus), este una ce depinde, pe
langa informatia datd de mediile claselor, si de informatiile furnizate
de variantele (mai general, matricile de covariantd) si, respectiv,
probabilitdtile apriorice ale claselor. Pentu a intelege modul cum
influenteaza aceste informatii pozitionarea suprafetei de decizie facem
urmatoarele discutii pe cazul unidimensional al problemei noastre,
extrapolarea acestor concluzii la cazul multidimensional fiind una
directa:

(1) Existenta a doua variante diferite pentru cele doud clase
(6, #6,) determind mutarea pragului de decizie spre clasa cu

varianta minima (respectiv, spre dreapta in cazul problemei in
discutie; vezi Figura 7.4.).

Acest fenomen este si unul intuitiv deoarece variantd minima
inseamna, in principal, o concentrare mai mare a datelor in jurul
valorii medii. In consecintd, alegerea suprafetei de decizie
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depinde si de varianta fiecarei aglomerari de puncte aparfinand
unei anumite clase nu numai de pozifionarea centrului, a mediei
clasei respective. Prin aceastd observatie evidentiem practic
faptul ca in procesul de clasificare avem nevoie de o metrica care
sa depinda nu numai de distanta dintre elementul necunoscut la
centrele claselor, ci §i de varianta acestora (de modul de
distributie al claselor). O astfel de metrica este, asa dupa cum
stim, metrica Mahalanobis.

In contextul de mai sus, in cazul in care clasele sunt
echiprobabile clasificatorul Bayes-ian este identic, din punct de
vedere conceptual, cu un clasificator de tipul Mahalanobis.

(i1) Din relatia (7.27) se observa ca raportul probabilitatilor apriorice
ale claselor muta si el suprafata de decizie spre dreapta sau spre
stanga, functie de valoarea acestui raport. Intuitiv, ca regula
generala, pragul de decizie se mutd intotdeauna mai aproape de
clasa cu probabilitate mai mici. In consecintd, clasa cu
probabilitate mai mare va avea o regiunea de decizie mai mare.

Daca luam in discutie complexitatea diferitilor clasificatori prezentati

pana acum observam ca:

(2)

(b)

(c)

clasificatorul de minima distantd ce utilizeazd norma Euclidiana are
complexitatea cea mai redusd, folosind in procesul decizional numai
informatia furnizata de mediile claselor;

clasificatorul bazat pe norma Mahalanobis foloseste in plus in procesul
de decizie, fatd de clasificatorul anterior, si informatii ce tin de
dispunerea spatiald a claselor; aceste informatii sunt valorificate prin
intermediul matricii de covariantd (pentru spatii de trasaturi cel putin
bidimensionale), respectiv, prin intermediul variantei (pentru cazul
unidimensional). Din acest punct de vedere complexitatea acestui
clasificator este si ea una mai mare comparativ cu complexitatea
clasificatorului de tip minima distanta, studiat in Capitolul 4.

clasificatorul Bayes-ian wtilizeazd in plus fata de clasificatorul
Mahalanobis — in determinarea functiilor discriminant si, deci, a pozitiei
suprafetelor de decizie —, informatii ce privesc probabilititile apriorice
ale claselor. In concluzie, acest din urmi clasificator utilizeaza in
procesul decizional, simultan, informatii ce privesc centrele claselor,
dispunerea spatiala a lor, precum si probabilitatea apriorica a acestora.
Din acest punct de vedere, clasificatorul Bayes-ian este cel mai complex
din cei prezentati aici si, mai mult, atat clasificatorul de minima distanta
cat si clasificatorul Mahalanobis reprezintd particularizari, iIn anumite

299



Algoritmi si metode inteligente cu aplicatii in electronica si biomedicina, vol I

conditii bine definite (vezi discutiile anterioare), ale clasificatorului
Bayes-ian.

I3 1D Bayes Classificaror Analysis E‘@W‘

Mean for class 1:

Atandard deviation for class 1:

A priory probability for class 1:

suprafata de decizie

Mean for class 2

Standard deviation for class 2:

priory probability for class 2:

Number of elements:
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Figura 7.6. Interfata grafica a programului de analiza a clasificatorului
Bayes-ian unidimensional

Aplicatie 7.2: In directorul »Bayes 1D”, asociat acestui capitol, se gaseste
codul sursd al unei aplicatii software dezvoltata in mediul
LabWindows CVI capabila:

1. Sa genereze douad seturi de date distribuite conform a doua functii
densitate de probabilitate unidimensionale, f{x|C;) si f(x|C), ale
caror parametri pot fi selectati de catre utilizator (prin intermediul
elementelor ,,1”” de pe interfata graficd). Generarea unui nou set de
date, cu noi parametri, se realizeaza prin apasarea butonului ,,2”.

2. Sa afiseze cele doua functii densitate de probabilitate: f{x|c;) si
flx|c2).

3. Sa afigeze histogramele celor doua seturi de date prin bifarea
controlului ,,3”.

4. Sa afigeze cele doua functii densitate de probabilitate multiplicate

cu intervalul pe care s-au determinat cele doua histograme:

fx|Cr)-Ax si f(x|C1)-Ax — similar cu reprezentarea grafica din

Figura 7.4. Aceasta afisare se realizeazd prin selectarea

elementului de control ,.4”.

Sa prezinte suprafata/suprafetele decizionale.

6. Sa afiseze cele doua functii densitate de probabilitate multiplicate
cu probabilitatea apriorica a celor doua clase: fix|c;)-P(cr) si fix|ci)

)]
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- P(c2). Acest mod de afisare este similar cu cel din Figura 7.5 si
se realizeaza prin selectarea elementului ,,5”.

7. Sa prezinte functiile densitate de probabilitate scalate prin ambele
informatii prezentate la subpunctele 4 si 6 anterior prezentate.

Utilizand acest program se cere sd se parcurga urmatoarele cerinte:

1.

7.2.2

Pentru doua clase echiprobabile si avand deviatii standard
egale, sd se determine numarul solutiilor obtinute. De ce au
fost obtinute atatea solutii? Unde este pozitionatd suprafata de
decizie? De ce?

Pastrand parametrii de la punctul 1 constanti, variati doar
valoarea probabilititii apriorice a uneia dintre clase. In ce mod
se modifica pozitia suprafetei de decizie? Catre ce clasa?
(Nota: dupa fiecare modificare a valorii probabilitatii apriorice
a uneia dintre clase apasati pe butonul ,,2” pentru vizualizarea
rezultatelor).

Folosind aceleasi valori ale parametrilor de a punctul 1, variati
acum doar deviatia standard a uneia sau alteia dintre clase si
observati simultan modificarea pozitiei suprafetei/suprafetelor
decizionale. In ce conditii/conditie clasificatorul Bayes-ian va
genera doua suprafete de decizie?

Pastrand constante valorile parametrilor de la punctul 1, variati
acum media unecia dintre clase. Observati variatia
performantelor de clasificare obtinute de clasificatorul Bayes-
ian pentru valori mai mari sau mai mici ale mediei clasei
modificate comparativ cu situatia initiala.

Corelati modificarea  suprafetei/suprafetelor decizionale
generatd de modificarile de la subpunctele 2 si 3 cu
performantele de clasificare vizualizate cu ajutorul matricii
confuziilor prezentd pe interfata grafica a programului.

Regula de decizie

Utilizand principiile generale, precum si relatiile prezentate anterior, ne
este foarte usor acum sa construim un clasificator. Pentru a selecta clasa
optima putem alege una din urmatoarele doua abordari:

(a) Avand un vector de trisituri ¢’, calculim mai intdi setul de
probabilita{i posterioare:
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-0
Pc, |a") = fi(a |Ci0)P(C,-) (7.28)
P(a™)
pentru toate clasele posibile si, ulterior, realizdm asignarea

elementului @’ la acea clasid pentru care valoarea probabilititii
posterioare este maxima, conform regulei:

a’ apartine clasei ¢; dacd P(c;| a”) > P(cj| a”) pentru Vj=i (7.29)

Schema bloc generala de implementare a clasificatorului Bayes-
ian pentru M clase si un vector de intrare, a’, multidimensional este
prezentata in Figura 7.7.

(b) In mod alternativ, putem determina mai intai suprafata/suprafetele
de decizie ce separa cele M clase si, ulterior, functie de pozifionarea
vectorului de trasituri a” fatd de aceste suprafete de decizie, luim
decizia privind clasa optimala de apartenenta a lui.

Astfel, spre exemplu, pentru Problema 7.3, se calculeaza mai intai
pragul ay si uterior, tragem concluzia de ,,subiect odihnit” (a’ < aq)
sau de ,,subiect obosit” (a’ > aq).

> fild’le) —»(?\
P(cy)
> fud'lcr) —»(?—\ Selectie | b zultat
valoare . .
0 . decizie
a —> maxima
. P(c2)
> fdd’lem)
P(em)

Figura 7.7. Schema bloc a clasificatorului Bayes-ian

7.2.3 Eroarea de clasificare

In general, asignarea elementelor la una din cele doud sau mai multe
clase posibile nu se poate realiza chiar fara nici un fel de eroare.
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Exemplificand pe Problema 7.3 (vezi si Figura 7.5), se poate vedea cum
“coada” distributiei de probabilitate pentru clasa indivizilor odihniti, ce se
extinde si In dreapta punctului de decizie, ne da eroarea de clasificare pentru
clasa {odihnit} in timp ce “coada” distributiei de probabilitate pentru clasa
indivizilor obositi, ce se extinde 1n stanga punctului de decizie, ne da
eroarea de clasificare pentru clasa {obosit}. In aceste conditii, eroarea de
clasificare globala este datd de suma celor doua erori, respectiv, de suma
suprafetelor marginite de capetele functiilor de distributie, f«(a|c;), axa si
pragul ales scalate la probabilitatea clasei repective.

Observatie 7.7: Cu cat suprapunerea este mai redusa cu atat eroarea de
clasificare este si ea mai mici. Intrucat regiunile de decizie depind de
pragul aq ales, rezulta ca si erorile de clasificare depind de
pozitionarea acestui prag.

Tinand cont de faptul ca in majoritatea aplicatiilor practice, reale, eroarea
de clasificare obtinuta cu diversi clasificatori propusi teoretic este una
diferitd de zero rezultd ca rezolvarea unei probleme de clasificare revine la a
gasi practic acel clasificator care sa fie optimal.

Prin clasificator optimal se intelege acel clasificator pentru care
probabilitatea de eroare de clasificare este minima.

Avand in vedere faptul ca modul de determinare a clasei dat de relatia
(7.13) minimizeaza probabilitatea de eroare, rezultd imediat de aici si faptul
ca clasificatorul Bayes-ian este clasificator optimal.

Observatie 7.8: Atentie! Reamintim aici cd, prin clasificator optimal nu
intelegem un clasificator pentru care nu vom obtine nici o eroare de
clasificare ci vom intelege un clasificator cu care obtinem numarul
minim de erori de clasificare posibile.

In cele ce urmeaza vom face o discutie privind eroarea de clasificare
pentru cazul unidimensional, cu doua clase posibile, si cu:

(1) o singura solutie pentru ecuatia suprafetei de decizie si, respectiv,

(i1) doua solutii pentru ecuatia suprafetei de decizie.

Discutii:
(i) Pentru a determina eroarea de clasificare pentru Problema 7.3 —
pentru care avem o singura solutie pentru ecuatia suprafetei de decizie
— va trebui sd integram ariile, R; si R», care ne dau tocmai aceasta

eroare (vezi Figura 7.8). Acest lucru este simplu intr-un spatiu
monodimensional dar devine dificil intr-un spatiu multidimensional.
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In cazul particular al problemei prezentate anterior probabilitatea de

eroare este:

Pye = [, fil@le)P(c))da+ | fi(alcy)P(c;)da (7.30)

sau

Peroare = _[fx (a | cl )P(Cl )da +

a4

fo(a | ¢,)P(c,)da (7.31)

Eroarea este cu atdt mai mica (respectiv, acuratetea clasificatorului
este mai mare) cu cit supunerea dintre clase este mai mica. In mod
intuitiv, pentru variante egale ale claselor, cu cat va fi mai mare
distanta dintre centrii clusterelor cu atat va fi mai mica suprapunerea
intre clase si, respectiv, cu atat va fi mai mica si eroarea de clasificare.
In mod similar, pentru aceeasi distanta intre centrele claselor eroarea
va fi cu atdt mai micd cu cat varianta distributiei fiecarei clase, in

parte, va fi mai mica.

0.025
» SeCalez) P(c2)
r(ajlc C
0.02 Se(Caler)P(er) N\
0.015 / \ / \
0.01
o\
1 R2
0.005 -
a [batdi/minut]
O T 1111 rrrrrrrrrrrrrgrrrrrrr1ir @i rrrrrrr1r1r oo TT :
50 60 70 80 90 100 110 140

120 130

clasa {odihnit} < a<aq

a > aqg = clasa {obosit}

Figura 7.8. Probabilitatea de eroare in cazul
clasificatorului Bayess-ian

(i) In Figura 7.9 este dati o

reprezentare graficd pentru doud clase

arbitrare, caracterizate de doud functii densitate de probabilitate gauss-
iene. In acest caz se poate observa ca ecuatia suprafetei de decizie are

304



Clasificatori statistici

doua solutii, aq1 $i asn. Pentru aceasta situatie eroarea de clasificare se
calculeaza cu relatia:

P = | fi(ale)P(e)da+ | f(alen)Ple)da+ [ f.(a] e)P(e)da
- B (7.32) "

Mai general, probabilitatea medie a erorii de clasificare a
clasificatorului Bayes-ian pentru cazul unei probleme cu doua clase se
scrie asfel:

P(eroare) = fooP(eroare, a)da = fooP(eroare |a)P(a)da (7.33)

unde,
{P(c1 |a) daca decidem clasa c,
P(eroare|a) = 5 ] (7.34)
P(c,|a) daca decidem clasa c,
0032 //\\ filalen) P(en)
0.3 I \
0.25 } \
0.2
0.15 e I \ =
N | filales) Per)
0.05 /r \
0 ‘ //J — \\ — \ S—

-5 -365 -23 -095 )04 135 31 445 58 7.15 85 9.85

-t —~—

Elemente apartindind  Elemente Elemente apartinand
clasei ¢ apartinand clasei ¢
clasei ¢;

Figura 7.9. Probabilitatea de eroare in cazul clasificatorului Bayes-ian
pentru doud distributii arbitrare si pentru doua suprafete de decizie

In concluzie, factorii ce afecteaza eroarea de clasificare sunt, de fapt, o
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combinatie intre diferenta mediilor claselor, variangele claselor i
probabilitatile apriorice ale acestora.

7.2.4. Un exemplu bidimensional de recunoastere de pattern-uri

Exemplul prezentat anterior (unidimensional) este prea simplu pentru a
pune 1n evidenta:

e intreaga metodologie utilizatd in determinarea pozitiei suprafetelor
de decizie — bazata pe modelarea statistica a setului de date;

e varietatea si caracteristicile suprafetei de decizie;

e anumite detalii si dificultati ale proiectarii clasificatorului.

Din aceste motive, in acest subcapitol vom trata cazul unui clasificator
Bayes-ian bidimensional. Acest caz bidimensional a fost ales in principal
intuitiva a fenomenelor implicate in procesul clasificarii. Desigur, aceasta
metoda poate fi ulterior generalizatd pentru orice dimensiune arbitrara, d, a
vectorului de trasaturi.

In cele ce urmeazi considerim aceeasi problemi Problema 7.3
(clasificarea unei populatii de subiecti In doud clase, {odihnit} versus
{obosit}, functie de activitatea cardiacd) doar cd de aceastd datd activitatea
cardiacd a inimii va fi reprezentata prin doi parametri: numarul de batai pe
unitatea de timp (minut) si, respectiv, presiunea sistolica. Utilizdm aceste
variabile aleatoare pentru construirea unui vector de trasaturi aleator
bidimensional ce va fi prezentat In continuare la intrarea clasificatorului
Bayes-ian.

In continuare presupunem ca functiile de distributie ale celor doua clase
sunt gauss-iene iar probabilitatile apriorice ale claselor sunt ambele egale cu
Y4 (clasele sunt echiprobabile).

Scopul principal al acestui subcapitol este acela de a determina pozitia
suprafetei de decizie astfel incdt sa obtinem un clasificator optimal.

Nota: Setul de date pe care il vom prezenta si analiza in acest subcapitol
se gaseste in fisierul ,,0dihnit-Obosit Puls-PresSist.txt” din directorul
asociat acestui subcapitol. O reprezentare graficd a unui esantion de date
de 10000 exemplare este redata, pentru aceasta problema, in Figura 7.10.

Conceptual metodologia de determinare a suprafetelor de decizie este
similard ca si in cazul uni-dimensional al problemei anterior prezentate,
unde suprafata de decizie s-a determinat din estimdrile facute asupra mediei
si deviatiei standard pentru cele doud clase. In cazul multidimensional
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diferentele sunt date de faptul cd mediile claselor sunt vectori d-
dimensionali iar variantele claselor sunt matrici de covariantd, d x d
dimensionale.

201- .

Presiune sistolica
190- [mmHg] *a a L]

cClz1e

[batai/minut]

I I 1 I
54 60 70 80 80 100 110 120 130 140

Figura 7.10. Distributia indivizilor functie de activitatea cardiaca (puls
si presiune sistolica) precum si suprafata optimala de decizie

In modul cel mai general suprafata de decizie dintre doui clase 7 si j se
gaseste prin egalarea functiilor discriminant ce caracterizeaza clasele (vedeti
Subcapitolele 3.5.2 si 3.5.3):

gi(a)=gj(a) (7.35)
unde prin g s-au notat functiile discriminant ce caracterizeaza cele doua
clase.

In clasificatorul Bayes-ian regula de decizie este una exprimati, am
vazut, In termenii probabilitafii posterioare a clasei (respectiv, probabilitatea
clasei de a include un element particular analizat). Spre deosebitre de
aceastd formulare, o forma alternativd a regulei de decizie poate fi una
exprimatd In termenii functiilor discriminant, functii ce atribuie un scor
maxim elementelor clasei pe care o caracterizeaza si scoruri inferioare
pentru vectorii de trasdturi apartinand celorlalte clase.
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Facand echivalenta celor doua forme de exprimare a regulei de decizie,
obtinem:

gi(a)=P(cila) sau gi(a)=f(a|ci) Plci) (7.36)
unde: f«(a|c;) este probabilitatea elementului a conditionata de clasa c;.

Observatie 7.9: In aceastd ecuatiec am omis termenul fi(a) deoarece el este
un factor comun tuturor discriminantilor si nu afecteaza, in esenta,
forma sau plasarea suprafetei de decizie; din acest motiv poate fi
ignorat in definirea functiei discriminant.

Existenta exponentilor in definirea lui fi(a|c;) ne sugereaza o alternativa
de redefinire a functiilor discriminant prin intermediul logaritmului natural
al relatiei (7.36). In acest context, noile relatii vor fi date de:

gi(a)y=Inf(al|ci)+InP(ci) (7.37)

Relatia de mai sus reprezintd forma cea mai generald pentru functia
discriminant, ea depinzand de functia de distributie a clasei ¢; si de
probabilitatea apriorica a clasei, P(c;).

Pentru vectorul aleator bidimensional real x ( x = [x;, x2]*, x; — fiind
prima trdsdturd — pulsul in cazul nostru particular —, in timp ce x: este
presiunea sistolicd) functia densitate de probabilitate pentru clasa i este:

1 —la=m ) ¢ (a-m,)
D/2 2 €
(27[) |C,.|
unde indicele i € { od, ob }, indexeaza clasa od — {odihnit}, respectiv, clasa

ob — {obosit}.
Dupa logaritmarea relatiei (7.38), functia discriminant devine:

folde)= (7.38)

g.(a)= —%(a -m) C ' (a-m,) - gln(27z) - %ln|Ci| +InP(c,) (7.39)

Tinand cont de faptul cd cele doua clase sunt echiprobabile, ultimul
termen din ecuatia (7.39) va fi acelasi pentru fiecare dintre cele doud functii
discriminant in parte, el putand fi astfel eliminat. Acelasi lucru este valabil
si pentru termenul (D/2) In(27).

Din relatia (7.39) se observa ca, in mod similar problemei de clasificare
uni-dimensionale, ceea ce conteaza in definirea functiei discriminant este
distanta dintre element si media clasei, normalizatda la matricea de
covarianta. Analizand ecuatiile functiilor discriminant pentru fiecare clasa,
in scopul gasirii suprafetelor de decizie, se observa ca solutia cautata este,
de fapt, o functie data de o distanta normalizata (distanta numita distanta
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Mahalanobis®), de matricile de covariantd si de probabilitdtile apriori ale
celor doua clase.

Tabelul 7.1. Estimarea vectorilor medii si a matricelor de covarianta ale
claselor pentru doua seturi de date de dimensiuni diferite

10000 de elemente 100 de elemente
739 {72.8}
= mo =
Clasa Tod 167 “ L
{odihnit} 117 — 1144 -12.6
Coa { } Cod = 126 539
-4 532 T )
104 102.8
Mob = Tob = 140 8
Clasa 1417 '
{obosit} co_ 895 70 . 1089 86.3
=170 2774 071863 3003

In tabelul de mai sus se prezinti valorile estimate pentru covariantele si
mediile claselor atunci cand sunt luate in considerare 100, respectiv, 10000
de realizari particulare ale vectorului aleator pentru fiecare clasa in parte.

Suprafata de decizie a clasificatorului optimal (clasificatorul Bayes-ian)
se obtine in aceeasi maniera ca si in cazul unidimensional, prin inlocuirea
mediilor si a matricilor de covariantd estimate din datele de intrare —
informatii prezentate in Tabelul 7.1 —, 1n relatia (7.39) si egalarea functiilor
discriminant pentru cele doua clase.

Inversele matricilor de covarianta pentru ambele clase sunt urmatoarele:

c-l o 85-10° 65-107%
od ~les5.10% 18.10°2| 74D

Reamintim ca aceasta distantd normalizata este data de:
n A -l n
d’>=(a-m.) C. (a—m.) (7.40)

In relatia (7.40) m reprezinti vectorul mediu estimat al clasei iar C reprezinta
estimatul matricei de covarianta.
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o {1.4-10'2 ~-3.5.107°

- (7.42)
*1-3.5-107 4.5-103}

Determinantii acestor matrici sunt urmatorii det(Coq) = 6214.7 si det(Cop)
=19926. Introducand toate aceste valori in (7.39) obtinem:

1 85-10° 65107 || ¢, =739 | 1 743
a)=——[a,~739-a, ~1167]- : —Zn@2147) (7.43)
8,q(a) 2[ 1 2 ] |:6.5'104 1.8-102:| |:a2_116.7 2 ( )

Pentru clasa subiectilor obositi discriminantul este:

14-10° =3.5-107° —-104
g017(a)=—;[a1—104-a2—141.7].{ H 4

-3.5-107° 457 a,-141.7
(7.44)

Suprafata de decizie se obtine egaland functiile discriminant ale celor
doua clase:

1
-—1In(19926
} 5 [n(19926)

god(a) =gon(a) (7.45)
Ecuatia suprafetei de decizie ce se obtine Tn urma calculelor este :

ar? - 8.15 ay’ +25228.58 a1 +20895.12 a»+ 177.6 a1 az - 2808973.26 =0
(7.46)

Aceastd suprafatd este o cuadraticaA in spatiul bidimensional al
trasaturilor, suprafatd ce determind obtinerea celei mai mici erori de
clasificare pentru problema de clasificare abordatd aici. O reprezentare
graficd a celor doud clase precum si a suprafetei de decizie optimale
obtinute este datd in Figura 7.10.

Problema 7.4: Pornind de la relatia (7.39) sa se determine, pentru cazul
bidimensional al vectorului aleator de trasaturi x, formula generala ce
descrie ecuatia suprafetei de decizie (formula similara relatiei (7.46)).
Implementati aceastd relatie intr-un program scris 1n limbajul
LabWindows CVI si verificati corectitudinea ei prin reprezentarea
grafica a suprafetei de decizie.

Din simpla vizualizare a claselor si, respectiv, a pozitiei suprafetei de
decizie, vezi Figura 7.10, observam faptul ca, chiar si in aceste conditii, a
utilizarii unui clasificator optimal, se pot obfine, asa cum am mentionat deja
anterior, foarte multe erori de clasificare. Reamintim aici faptul cd un
clasificator optimal, ai carui parametri sunt corect estimati, va obtine —
dintre toate familiile de clasificatori existenti —, nu eroare zero ci cea mai
micd eroare de clasificare pentru problema de clasificare abordata.
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In spatii multidimensionale, estimarea corectd, cu o precizie adecvati, a
tuturor elementelor matricelor de covarianta aferente claselor este, in
general, o sarcin dificila. In practici, matricele de covariantd, precum si
mediile claselor, sunt adesea estimate nesatisfacator, aceasta si datorita unor
seturi de date insuficient de mari, ceea ce conduce, in mod direct, si la
obtinerea unor suprafete de decizie cu performante suboptimale.
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Figura 7.11. Interfata grafica a programului utilizat in clasificarea unor
seturi de date caracterizate de vectori bidimensionali de trasaturi.

Aplicatie 7.3: In cadrul acestei exemplu se analizeazi, cu ajutorul unei
aplicatii practice, un clasificator Bayes-ian bidimensional. Codul
programului §i kit-ul de instalare se gasesc in directorul ,,Bayes 2D”
asociat acestui capitol. Acest program permite incarcarea oricarui set
de date organizat pe trei coloane. Pe primele doud coloane sunt
valorile numerice ale celor doud trasaturi ce formeazd vectorul de
trasaturi, in timp ce elementele de pe ultima coloand pot lua doar
valori egale cu 0 sau 1 si furnizeaza informatia de apartenentd a
elementului la una din cele doud clase. Incircarea setului de date se
realizeaza prin apasarea butonului ,,1”, vezi Figura 7.11. O data cu
incarcarea setului de date acesta se va afisa automat. Prin apasarea
butonului ,2” se inifiazd procesul de calcul a parametrilor
clasificatorului Bayes-ian, parametri ce sunt ulterior prezentati pe
interfata graficd. Cu ajutorul acestui program se cere atingerea
urmatoarele obiective:
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1. Incarcati unul din urmitoarele seturi de date: “Odihnit-Obosit
Puls-PresSist rnd.txt”, “Odihnit-Obosit Puls-PresSist.txt”,
“Femei-Barb Greut-Inalt Bayes rnd.txt”, “Femei-Barb
Greut-Inalt Bayes.txt” sau “Femei-Barb Inalt-Greut
Bayes.txt”.

2. Apasati bunonul ,,Start” pentru determinarea parametrilor
statistici ai celor doua clase. Verificati in mod intuitiv corelatia
existentd intre dispunerea spatiald a celor doud clase si
coeficientii matricilor de covarianta obtinute.

3. Verificati influenta marimii setului de date asupra estimarii
matricilor de covarianta si a vectorilor medii. Puteti modifica
marimea setului de date utilizat de clasificator prin schimbarea
valorii controlului ,,3” de pe interfata grafica. Este recomandat
ca in cadrul acestui subpunct sd utilizati unul din seturile de
date ce au vectorii de trasaturi aparfinand celor doud clase
amestecati Intr-un mod aleator (fisierele ce contin aceste seturi
de date au incluse in numele lor caractele ,,rnd”).

4. Reprezentati grafic suprafata de decizie dintre cele doua clase.
In cadrul programului sunt implementate douid metode de
determinare a acestei suprafete de decizie. In prima din ele, se
realizeaza o parcurgere exhaustiva a spatiului de intrare intr-un
numar de pasi selectabili din controlul ,,6”. In cea de a doua
metoda se determina ecuatia suprafetei de decizie, obtinandu-
se o relatie similara cu (7.46), care ulterior este reprezentata.
Intelegeti codurile acestor doud subrutine.

5. Observati variabilitatea acestor suprafete de decizie functie de
marimea setului de date.

Aplicatie 7.4: Pentru programul prezentat in cadrul Aplicatiei 7.1 parcurgeti
pasii 1-5 incd o data insd, de aceastd data, folosind si clasificatorul
Bayes-ian.

Utilizand setul de date ,,Femei-Barb Greut-Inalt Bayes rnd.txt”
trasati suprafetele de decizie generate de clasificatorii Mahalanobis si
Bayes-ian si analizati, folosind matricea confuziilor, performantele
obtinute.

Trasati simultan suprafetele de decizie pentru clasificatorul
Mahalanobis si pentru clasificatorul Bayes-ian utilizdnd, intr-o prima
faza setul de date ,,6 Classes.txt” iar, ulterior, setul de date ,,6 Classes
- Different prob.txt”. Puneti in evidentd modificarile ce au loc in
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cadrul clasificatorului Bayes-ian atunci cand probabilitatile apriorice
ale claselor nu mai sunt egale.

7.2.5. Sensibilitatea functiilor discriminant functie de marimea
setului de date

In subcapitolele precedente am prezentat o metoda cu ajutorul cireia am
reusit sd determindm suprafata optimd de decizie in ipoteza ca functia de
distribugie de probabilitate pentru fiecare clasa este de tip densitate gauss-
iand. Aceastd metoda de clasificare este una foarte puternica insa ea are si
urmatoarele dezavantaje:

1. se bazeaza pe anumite ipoteze in legitura cu distributia
setului de date, ipoteze asupra formei functiilor densitate de
probabilitate ce caracterizeaza setul de date si, in plus,

2. metoda necesitd un volum mare de date pentru estimarea, cu
erori mici, a parametrilor functiilor discriminant.

176~ - 201 -
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Figura 7.12. Pozitionarea suprafetelor de decizie pentru marimi diferite
ale seturilor de date (a). 100 de elemente, si (b). 10000 de elemente.

In consecinta, si calitatea rezultatelor obtinute depinde, pe de o parte, de
validitatea ipotezelor facute, iar pe de altd parte, de calitatea valorilor
estimate obtinute pentru parametrii populatei — calitate ce depinde direct de
marimea esantionului de date.

In acest subcapitol vom ilustra efectul marimii setului de date asupra
corectitudinii estimarii parametrilor functiilor discriminant.
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Exemplul 7.3: Sa presupunem ca avem numai 100 de realizari particulare

(vectori bidimensionali de trisituri: @ = [puls, presiune sistolici]?) din
care 50 de elemente corespund unor subiecti alesi in mod aleator din
clasa {odihnit} iar 50 de vectori de trasaturi apartin unor subiecti alesi
in mod aleator din clasa {obosit}. Daca calculam media si matricea de
covariantd pentru fiecare clasd in parte obtinem rezultatele din
Tabelul 7.1. Din analiza acestui tabel se observa ca valorile diferitilor
parametri se modificd fatd de cele calculate pe setul de 10000 de
vectori de trasituri. In momentul cind construim, pe baza acestor
parametri, functia discriminant optima pentru esantionul de 100 de
elemente observam ca forma ei este una similard cu cea obtinutd pe
esantionul mai mare de date, vezi Figura 7.12, insd pozitia in spatiul
de intrare se modificad, ceea ce duce in mod corespunzator si la
modificarea probabilitatii de eroare (in particular, avem de-a face, asa
cum era de asteptat, cu o crestere a acestei probabilitati).

Tabelul 7.2. Estimarea parametrilor statistici pentru diferite marimi ale
seturilor de date

100 de subiecti 1000 de subiecti
1.626 1619
mey = mey =
7 7161.969 77164339
Femei
[ 0004 -0.182 [0.003 -0.023
77120182 1049 T7120023 93
1731 1.744
m = =
. 077469 "ob = 78 64
Barbati
o _[0009 0117 o _[0007 0152
b 710117 249795 b 710.152 313256

Clasa cea mai afectata in sensul modificarii valorilor estimate ale
parametrilor este clasa subiectilor obosifi (modificari cu aproape cca
20 de puncte ale elementelor de pe diagonala principald a matricii de
covarinata, atunci cand se trece de la o analiza a unui esantion format
din 10000 de elemente la unul format din doar 100 de elemente).

Exemplul 7.4: Intr-un alt exemplu (problema discriminarii in doui clase,

{femei} si {barbati}, a unui esantion de subiecti, caracterizat de
vectorul aleator x = [iniltime, greutate]’), se observd, conform
Tabelul 7.2, cad in cazul trecerii de la un esantion initial de 1000 de
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subiecti (net mai mic fatd de cel prezentatd in exemplul anterior, de
10000 de elemente) la unul de 100 de subiecti, se obtin, de exemplu,
variatii de cca 60 de unitati in determinarea elementelor matricii de
corelatie pentru clasa {barbati}.

O prima concluzie ce s-ar putea desprinde din aceste doud exemple ar
fi aceea ca ,sensibilitatea” parametrilor clasificatorului Bayes-ian este
puternic dependentid de tipul problemei analizate (de exemplu, de
particularitatile trasaturilor analizate) precum si de specificitatile setului de
date.

O analiza suplimentara a modului cum se modifica probabilitatea de
eroare la o modificare a dimensiunii esantionului ne aduce un surplus
informational important si anume: scaderea dimensiunii esantionului se
insoteste de o crestere a erorii de clasificare §i invers; o crestere a
performantelor clasificatorului atunci cand estimarea parametrilor se face pe
un esantion mai mare de date se explicd prin aceea cd valoarea unui
estimator, in general, tinde spre valoarea reald a parametrului populatiei
atunci cand dimensiunea esantionului tinde, la limita, spre infinit.

Problema de clasificare abordata in Subcapitolul 7.2.4 a fost una relativ
foarte simpla, in doar doua dimensiuni, 6 parametri trebuind sa fie estimati
pentru fiecare clasd (3 parametri ai matricii de covariantd, 2 parametri ai
vectorului mediu si probabilitatea apriorica a clasei) din cele 50 de elemente
din cit este formati o clasi. Intr-un spatiu multidimensional se poate
intdmpla ca numarul parametrilor ce trebuie sa fie estimati sa fie de acelasi
ordin de cardinalitate cu marimea setului de date — In aceastd situatie
suprafata de decizie va fi pozitionatd cu certitudine departe de cea optima
datoritd, 1in principal, estimarii nesatisficitoare a parametrilor
clasificatorului. Pentru o analiza si descriere completd a acestei probleme
citifi si subcapitolul in care se analizeaza avantajele si dezavantajele
clasificatorului Mahalanobis (vezi Subcapitolul 7.1.2).

Gadsirea, analiza §i implementarea unor clasificatori care sd fie mai
putin sensibili la estimarea parametrilor necunoscuti ai populatiei este un
obiectiv principal a teoriei clasificatorilor.

In literaturd s-a ajuns la concluzia ci pentru a atinge acest obiectiv
trebuie ca forma functionald a functiilor discriminant sa fie ciat mai
simpli [Principe, 2000]. In principal este de dorit si utilizam functii
discriminant care au cdt mai putini parametri iar acesti parametri sa poata
fi estimati Intr-un mod cat mai robust posibil din setul de date pe care il
avem la dispozitie. Aparent, astfel de functii discriminant, mai simple, pot fi
unele suboptimale pentru problema datd; experienta insd ne aratd ca,
frecvent, cu aceste functii suboptimale putem obtine performante mai bune
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decat cele generate de un clasificator, teoretic, optimal. Acest lucru poate
parea un paradox dar explicatia este una ce tine de estimarea, de cele mai
multe ori, inexacta a parametrilor clasificatorului optimal. Astfel, chiar daca
folosim functii discriminant cuadratice (considerate optimale pentru clase cu
distributie de probabilitate gauss-iand), similare cu cele din relatia (7.46),
acestea pot fi inexact pozitionate, vezi Figura 7.12(b), obtinandu-se astfel
erori destul de mari de clasificare.

7.2.6. Selectia trasaturilor bazata pe functia densitate de
probabilitate posterioara

Dintr-un proces oarecare se pot extrage un numdr foarte mare de
trasaturi. O data cu cresterea numarului de trasaturi folosite, creste insa si
complexitatea clasificatorului. De aceea se pune problema selectiei acelor
trasaturi care sunt purtatoare de informatie discriminantd maxima, necesara
in procesul de clasificare.

Pentru un clasificator Bayes-ian se defineste riscul conditionat ca fiind
dat de relatia:

R(c; |a)=1- fy(a|c;)P(e;) (747)

La relatia de mai sus s-a ajuns astfel:

> fie {ai, ..., o} multimea finita a deciziilor posibile, cu {ai, ...,
oM} < {cl,.CM )

» se defineste o functie de pierdere, Mai|c)), ce stabileste pierderea
pe care o atrage dupa sine o decizie gresita a unei clase a; in locul
clasei ¢; reale;

» presupunem cd observam o realizare particulara, a, a vectorului
aleator multidimensional, x, pentru care ludm decizia de
apartenenta la clasa o;; daca adevarata clasa de apartenenta a lui a
este ¢; atunci pierderea pe care o obtinem in acest caz este A(a|c));

» intrucat P(cja) este probabilitatea clasei adevarate atunci,
pierderea medie (numitd si risc conditionat, in teoria deciziei),
generatad de alegerea clasei a;, este data de relatia:

R(a,|a)= Y Aa, ¢ )P(c, ) (7.48)

» pentru cazul particular al functiei de pierdere de tip zero-unu,
definita astfel:
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0 5 t =7 R
Ma, e )y=1" PR i =M (7.49)
/ 1 , pentrui+ j

riscul conditionat definit prin relatia (B041) devine chiar
probabilitatea medie a erorii fiind dat de:

R(a, |a)= Z/l(a |c)P(c, |a)= ZP(C |a)=1-P(c, |a) (7.50)

in timp ce eroare globala de clasificare este data de:

g_zzj ~R(c;|a))da (7.51)

i=1j= IR‘/,jil

unde a este un vector de trasaturi. Din relatia de mai sus se poate scrie:

e=Y S Pe) [fi(ale)da (152

i=1 j=1 R, j#i

O expresie asemanatoare se poate scrie si pentru fiecare trasaturd in
parte:

=3P [filale)da, (1.53)

i=l j=1 R(pys i

Pentru a selecta acele trasaturi purtitoare de o cantitate maxima de
informatie discriminatorie se pot urma pasii: (1). pentru fiecare trasaturd in
parte se calculeaza &, cunoscand aprioric sau estimand P(c;) si fx(ax | ¢i), 1ar
apoi, (2). se retin acele trasaturi pentru care & este minim (mai mic decat un
anumit prag) si se elimind celelalte trasdturi, considerandu-se ca sunt
improprii pentru o clasificare corecta a setului de date.
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7.3. Probleme

1. (a)

(b)
(c)
(d)
(e)
®

Care este ideea de baza, fundamentald, care std in spatele
clasificatorului Bayes-ian (exprimati aceasta idee prin cuvinte)? Ce
reprezintd fiecare termen din relatia lui Bayes — relatie utilizata in
cadrul clasificatorului Bayes-ian?

Clasificatorul Bayes-ian este considerat un clasificator optimal. Ce
intelegeti prin clasificator optimal?

Explicati influenta variantei trasaturilor asupra pozitionarii
suprafetei de decizie.

Explicati influenta probabilitatii apriorice a clasei asupra
pozitionarii suprafetei de decizie.

Explicati influenta setului de date asupra performantelor
clasificatorului Bayes-ian.

Desenati schema bloc a clasificatorului Bayes-ian.

2. Fie doua clase distincte caracterizate de doua functii de densitate de
probabilitate gauss-iene unidimensionale. Prima clasa este de medie 1.5
si variantd 0.04 in timp ce cea de a doua clasa are media 2 si varianta
0.64. Probabilitatea apriorica a primei clase este 1/5 iar a celei de a doua

clase 4/5.

(a) Desenati in acelasi grafic ambele functii densitate de probabilitate.
Reprezentarea graficd va fi una calitativd dar va tine cont in
reprezentare de parametrii celor doud functii de densitate.

(b) Scrieti relatia matematica ce caracterizeaza functia discriminant
pentru elementele primei clase.

(c) Desenati schema bloc a clasificatorului Bayes-ian ce utilizeaza
doua functii discriminant caracteristice fiecarei clase in parte.

(d) Determinati, in mod numeric, pozitia exactd a suprafetelor de
decizie.

(e) Realizarea particulara 0.5, a variabilei aleatoare x, apartine primei
clase sau a celei de a doua ? Dar 1.4 ? Dar 1.8 ? Pentru fiecare
valoare justificati, In mod numeric, decizia luata.

(f) Daca cea de a doua clasa va avea o probabilitate aprioricd mai

micd ce se va intdmpla cu fiecare suprafatd de decizie in parte?
Justificati-va raspunsul Tn mod analitic sau printr-o analiza
conceptuala.
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3. Sa presupunem ca un vector de trdsaturi mono-dimensional x este
utilizat pentru a decide intre clasa @; si @». Probabilitatea aproirica a
clasei w; este 2/7. Functiile densitate de probabilitate pentru x in ipoteza
apartenentei la clasele w; si @» sunt date de relatiile:

1

—, -3<a<l
fuldm) =174 =1 (154
0, Inrest

1 _(a_mx)z
e 7 (1.55)

fx(a|wz)zm

X

(a). Demonstrati ca (7.54) este o functie de tip densitate de
probabilitate legitima (verificafi proprietatile acesteia).

(b). Care este probabilitatea apriorica pentru clasa @.. Sunt clasele
si @ echiprobabile?

(c). Determinati pragul selectiei optimale a clasei @, versus @; (pentru
situatia Tn care oy = 'z 1ar my = 2).

(d). Reprezentati grafic modalitatea de obtinere a suprafetei de decizie
in cazul utilizarii unui clasificator Bayes-ian. Cum ar arata aceasta
reprezentare grafica dacd m, = 1.5?

4. O variabila aleatoare x este utilizata pentru a discrimina doua clase, @; si
a». Pentru prima clasa stim ca P(w;) = 1/6 iar pentru cea de a doua clasa

P(ar) = 5/6. Functiile densitate de probabilitate pentru variabila
aleatoare x in ipoteza apartenentei la clasele @; si @2 sunt date de:
l 2<a<4
fdw)=12" 27577 (7.56)
0, inrest
L

fx(a|wz)zme o (1.57)

X

(a). Demonstrati ca relatia (1) este o functie densitate de probabilitate
legitima (verificati proprietatile acesteia).

(b). Care este semnificatia termenului echiprobabil? Sunt clase m si 2
echiprobabile?

(c). Determinati pragul selectiei optimale a clasei m; versus mz pentru
situatia 1n care o, = %2 iar m, = 1.5).
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(d). Reprezentati grafic functiile densitate de probabilitate ale celor
doud distributii. Aceastd reprezentare graficd va fi corelatd cu
rezultatele obtinute la punctele anterioare.

Valori ce pot fi utilizate in determinarile numerice:

In1=0; In2~=0.7;
In3~=1; In4~=14,
In5~=1.6; In6~=1.8;
In7=1.9; In 8 = 2;

In9~=2.2; In 10~ 2.3.

N2 = 2.5

5. O variabila aleatoare x este utilizatd pentru a discrimina doud clase
echiprobabile, @; si @:. Functiile densitate de probabilitate pentru

variabila aleatoare x in ipoteza apartenentei la clasele w; si @2 sunt date
de:

1
flalo)=17" =952 (158
0, inrest
0 a<l
04-a-04 1<a<3
f@o)=\So l6oa 3<aszs O
0 a>35

(a) Demonstrati ca relatia (7.58) este o functie densitate de
probabilitate legitima (verificati proprietatile acesteia).

(b) Determinati pragul selectiei optimale a clasei w; versus wp.

(c) Generati o reprezentare grafica in care sa se puna in evidenta
existenta pragului de selectie ce separd cele 2 clase. Notati pe
aceastd prezentare grafica functiile pe care le reprezentati. Aceasta
reprezentare grafica va fi corelatd cu rezultatul obtinut la punctul
anterior.

(d) Determinati probabilitatea de eroare a acestui clasificator.

(e) Determinati probabilitatea ca o valoare din esantion sa fie corect
clasificata.

(f) Demonstrati ca relatia (7.59) este o functie densitate de
probabilitate legitima (verificati proprietatile acesteia).

(g) Explicati in mod intuitiv ce se va intampla cu pozitia suprafetei de
decizie si de ce se va intdmpla acest lucru (comparativ cu situatia
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anterioard existentd in rezolvarea punctelor (a)-(f)) daca
probabilitatile apriorice ale claselor vor fi urmatoarele: P(w1) = 2/6
si, respectiv, P(w2) = 4/6.

6. Doua functii densitate de probabilitate date de:

aZ

f. ( a|a)1 ): %e_z (7.60)

e G (7.61)

4
fild w,)=—=
(o)
caracterizeaza doud clase (w; $i w2) ce au probabilitatile apriorice
ale claselor P(w;)= % si Plwy)= % .

(a) Determinati pozitia optimd a suprafetei de decizie folosindu-se
pentru aceasta un clasificator Bayes-ian.

(b) Determinati probabilitatea de eroare a clasificatorului Bayes-ian
pentru datele de la punctul anterior.

(c) Presupunind de aceastd datd cele doud clase (w1 §i ®2)
echiprobabile, definite de wurmatoarele functii densitate de
probabilitate:

1 _(“*4)2
fldo)=——=e * (7.62)

2z

si, respectiv,

1 -
f\alo, )= e ? (7.63)

( | 1) \/E
determinati pozitia suprafetei de decizie optimale fara
efectuarea nici unui calcul prealabil. Argumentati-va decizia.

7. (a) Demonstrati invarianta distantei Mahalonobis »* = (x—m,) C;'(x-m,)

la orice transformare liniara de forma y = A x.

(b) Cum utilizati distanta Mahalanobis in cadrul unui clasificator de tip
minima distanta ?

(c) Care sunt avantajele utilizarii metricii Mahalanobis ?

(d) Care este dezavantajul major al utilizarii metricii Mahalanobis ?
Discutati aceasta problemd in paralel si in cazul clasificatorului
Bayes-ian.

(e) Care este ideea de baza 1n cazul clasificatorului Bayes-ian ?
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(f) In ce condifii un element va fi asignat unei clase in cazul
clasificatorului Bayes-ian ? (prezentati inclusiv relatia care asigura
aceastd asignare si explicati fiecare termen al acesteia).
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