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Resumen

El problema de optimización simultánea de varias respuestas puede no tener una
solución completamente satisfactoria desde la perspectiva de cada respuesta individual,
en el sentido de que, generalmente, los óptimos individuales no coinciden con el óptimo
global; aunque siempre podemos decir que existe el punto de operación del proceso en
el que todas las variables cumplen con los requerimientos “de la mejor manera posible”.
Aśı pues, t́ıpicamente se obtiene una solución de compromiso, que busca balancear de
manera adecuada la importancia relativa de las respuestas. El tema de multirrespues-
ta es relevante en procesos industriales puesto que al determinar un óptimo común
permitirá mejorar la calidad de un producto. En este art́ıculo se presentan algunos
métodos que se han expuesto hasta ahora para resolver dicho problema y se propone el
método gráfico como alternativa adecuada para abordar la optimización simultánea.
Se realiza un estudio comparativo del desempeño de los métodos al aplicarlos a los
mismos datos experimentales. Finalmente, se discuten las ventajas y desventajas de
cada método y se presentan mejoras en dos de ellos ponderando las respuestas.

Palabras clave: optimización, optimización simultánea, óptimos, óptimo global, con-
tornos.

Abstract

The simultaneous optimization problem may not to have a complete satisfactory
solution from the point of view of the individual responses, in the sense that individual
optimums are different respect to global optimum; but always it is possible to say
that it exists the process operation conditions (point in the factors space) where the
responses fit “in the best way” to their specification limits and target values. It is
always possible to obtain a compromise solution, which look for the best balance
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between the responses. This paper discusses several methods that have been proposed
for analyzing multi-response data, and it is shown that the graphical method can
raise the best solution compared with the analytical methods. The performance of the
methods is compared in the context of one example. Finally, in two of the methods
we suggest alternative weighting of the responses in order to improve the results.

Keywords: multiple responses,simultaneous optimization, global optima, ccontours.

Mathematics Subject Classification: 62K20.

1. Introducción

En la literatura de diseño de experimentos y de optimización de procesos se hace
mucho énfasis en ejemplos y problemas que consideran el estudio de una sola propiedad
o caracteŕıstica de calidad del producto o proceso, cuando lo t́ıpico es que la calidad del
producto dependa del valor que asumen más de una de sus propiedades (ver [14] y [2]).
Por ejemplo, un alimento tiene varias propiedades como: digestibilidad, textura, pH, sabor,
aspecto, etc., y todas tienen su importancia para que el alimento sea bien aceptado por los
consumidores. Muchas veces optimizar sólo una de las caracteŕısticas del producto hace
que las otras propiedades se vean afectadas y el resultado es un producto con peor calidad
global que antes. De aqúı la importancia de contar con técnicas que sirvan para optimizar
de manera simultánea a todas las respuestas de interés, o al menos localizar el punto de
operación del proceso en el que todas las variables tienen el mejor desempeño posible.

El problema de optimización simultánea de varias respuestas puede no tener una solu-
ción completamente satisfactoria desde la perspectiva de cada respuesta individual, en el
sentido de que generalmente los óptimos individuales no coinciden con el óptimo global;
aunque siempre podemos decir que existe el punto de operación del proceso en el que todas
las variables cumplen con los requerimientos “de la mejor manera posible”. Aśı pues, t́ıpi-
camente se obtiene una solución de compromiso, que busca balancear de manera adecuada
la importancia relativa de las respuestas.

En este trabajo se describen brevemente algunos de los métodos de optimización si-
multánea para más de dos respuestas que se han propuesto hasta ahora por diferentes
autores ([7], [8], [11] y [1]). Se hace un estudio comparativo de cuatro de estos métodos
v́ıa su desempeño en dos casos estudio y se discuten las ventajas y desventajas en cada
uno de ellos. Se proponen mejoras a algunas de las técnicas en lo concerniente a lograr un
mejor balance de la importancia relativa de cada respuesta.

Entre los métodos a comparar incluimos el método gráfico, el cual proporciona una
idea intuitiva del problema de multirrespuesta y puede dar buenos resultados si el número
de factores controlados no es mayor que cuatro; consideramos que el método gráfico no
ha sido valorado adecuadamente. Proponemos el método gráfico como un primer paso
exploratorio del problema de optimización simultánea, para minimizar la posibilidad de
una solución incorrecta o una solución que es óptimo local, y por tanto, no es el óptimo
global que se busca. Sabemos que el análisis de un caso estudio no puede ser concluyente,
pero basta para ilustrar la mayoŕıa de las ventajas y desventajas de estos métodos.
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Todos los métodos de multirrespuesta reducen de alguna manera el problema multi-
variado al problema de optimizar una sola variable. Asimismo, todos los métodos tienen
algún mecanismo que permite ponderar las variables de interés de acuerdo a su importan-
cia relativa o de acuerdo a su variabilidad, aunque no es claro como elegir dichos pesos. Es
t́ıpico que las k respuestas (Y1, Y2, ..., Yk) a optimizar se puedan modelar adecuadamente
por un modelo polinomial de segundo orden en términos de p factores de control (X1,
X2, ..., Xp), es decir, se tienen los modelos estimados dados por

Ŷ1 = β̂01 +
p∑

i=1

β̂i1Xi +
p∑

i=1

β̂ii1X
2
i +

∑ p∑

i<j

β̂ij1XiXj (1)

Ŷ2 = β̂02 +
p∑

i=1

β̂i2Xi +
p∑

i=1

β̂ii2X
2
i +

∑ p∑

i<j

β̂ij2XiXj

...

Ŷk = β̂0k +
p∑

i=1

β̂ikXi +
p∑

i=1

β̂iikX
2
i +

∑ p∑

i<j

β̂ijkXiXj.

Las Xi (i = 1, ..., p) son variables (factores) estándarizadas y sus (j) valores se obtienen al
transformar las variables (factores) originales Fi mediante la expresión:
Xij = (Fij − F i)/0,5Rangoi, donde Rangoi = Fi(máx) − Fi(mı́n). Un punto para las
variables Xi se denotará por x′ = (x1, x2, ..., xp). Se supone que se cumplen los supuestos
clásicos de normalidad, varianza constante e independencia de los residuos, y que el coe-
ficiente de determinación R2

aj de cada modelo es al menos 0,70. Algunas de las técnicas
(ver por ejemplo, [11]) suponen que las k variables de respuesta son linealmente indepen-
dientes y en ese caso se deberán eliminar previamente las dependencias existentes; algunas
técnicas consideran la aleatoriedad de los valores predichos y otras no. Algunos de los
métodos requieren el conocimiento de ĺımites de especificación para cada una de las vari-
ables, y todos ellos necesitan saber que es lo que se busca con cada variable: si se busca un
máximo, un mı́nimo o un cierto valor objetivo. Una vez definida la función objetivo global
de acuerdo al método deseado, se utiliza un algoritmo de optimización para determinar el
punto que optimiza dicha función. En este trabajo utilizamos el algoritmo de Nelder-Mead
([15]), programado en Gauss, V3.14.

Cabe agregar que el caso particular de optimizar dos respuestas, llamado el “problema
de respuesta dual”, ha recibido bastante atención en la literatura reciente, y en principio,
las técnicas de optimización para más de dos respuestas que aqúı discutimos son directa-
mente aplicables al caso particular de dos respuestas. Sin embargo, existen varias técnicas
desarrolladas espećıficamente para abordar este problema (ver por ejemplo, [3]).

2. Método gráfico

Quizás, lo primero que se ocurre al optimizar varias respuestas es superponer todas las
superficies sobre la región experimental, y localizar adentro de ella subregiones en las
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cuales todos los modelos predicen valores aceptables para las respuestas. Cuando se tienen
sólo dos factores de control (X1 y X2) es bastante fácil superponer las k superficies de
respuesta en su forma de contornos sobre la región experimental, que en este caso se
puede dibujar como un cuadrado o ćırculo centrado en el origen. El problema es, que
cuando se tienen más de dos factores, las superficies no se pueden dibujar de una sola vez
sobre toda la región experimental; aunque se pueden estudiar y superponer tomando dos
factores a la vez y fijando a los restantes. Por ejemplo, si son tres los factores de control,
la región experimental es un cubo (o esfera) centrado en el origen y se puede dibujar una
superposición de las k superficies sobre cada corte del cubo, lo que implica fijar uno de los
factores de control (ver Figura 1). En esta figura se fija el factor X2 en x20 y los contornos
que vemos sobre esta lámina son en realidad un corte de los contornos originales que están
en tres dimensiones. Con más de tres factores la situación se complica, pero se preserva la
misma idea.

Figura 1: Aspecto de los contornos de la hipersuperficie en X2 = x20

El método gráfico de optimización simultánea se puede aplicar en el paquete Design
Expert, el cual a partir de los datos experimentales, ajusta los k modelos y es posible
sobreponer dos curvas de nivel de cada superficie sobre diferentes cortes bidimensionales
de un cubo o hipercubo. Por ejemplo, en el caso de tres factores, el cubo se puede rebanar
en el sentido de los planos (X1,X2), (X1,X3) y (X2,X3). En cada una de estas formas
de rebanar al cubo, la ubicación espećıfica de un corte está dada por el valor en que se
fija el tercer factor. Aśı, por ejemplo, en la Figura 1 se dibuja la lámina paralela al plano
(X1,X3) que pasa por el punto X2 = x20, y resulta un corte diferente en cada valor de
X2; esto mismo pasa con los cortes en los otros dos sentidos.

Ahora imaginemos el punto óptimo global que interesa localizar como una pequeña
esfera o bola en algún lugar del cubo. La superficie de la esfera corresponde a una curva de
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nivel particular de la hipersuperficie de interés. El problema de optimizar con el método
gráfico consiste en encontrar las tres láminas que cortan dicha esfera por su centro, en
las tres direcciones posibles. El centro de la bola es el punto óptimo simultáneo. Una vez
encontrada la esfera, la manera de ubicar su centro gráficamente, es notando que en cada
hoja de corte se dibuja una circunferencia, y por el centro pasa la lámina que tenga la
circunferencia más grande.

El caso de 3 factores (k = 3), el método es como sigue:

1. Para cada variable de respuesta y en cada posible corte del cubo, se dibujan las dos
curvas de nivel que corresponden a las especificaciones. El software señala (dejando
sin sombrear) la subregión donde todas las respuestas predicen valores factibles, es
decir, adentro de las especificaciones. Existen varias posibilidades: cuando casi en
cualquier corte existe región factible, es indicio de que las k restricciones se pueden
cumplir fácilmente y se procede a estrechar las especificaciones. Si por el contrario,
no se puede encontrar ningún corte donde exista región factible, entonces el prob-
lema no tiene solución para esas restricciones, y significa que al menos una de las
variables tiene que tomar valores afuera de especificaciones para que las restantes
śı puedan cumplir las suyas. Una tercera posibilidad es que se descubran varias re-
giones factibles separadas, en cuyo caso es probable que la más grande de ellas nos
arroje los mejores resultados, pero también se pueden hacer consideraciones de costos
de operación y de variabilidad para elegir una región.

2. Una vez encontrada una región factible, se localizan los planos que la cortan por su
centro, que son aquellos donde la región sin sombrear es más grande.

3. Si ya se ubicó una región donde todas las variables cumplen los requerimientos, lo
que procede es ir estrechando las especificaciones, comenzando por las variables más
importantes, y para cada conjunto nuevo de valores se ubican otra vez los mejores
cortes posibles por el centro de la región factible, que ahora es más pequeña. Aśı se
sigue, hasta tener una región factible suficientemente pequeña cuyo centro es el
óptimo simultáneo buscado. En todo este proceso se trabaja con las tres figuras en
dos dimensiones, nunca con el cubo completo.

Muchos autores (ver por ejemplo, [5]) han criticado la dificultad de aplicar el método
gráfico cuando se tienen más de dos factores de control. En este trabajo se muestra que el
método es bastante fácil de aplicar hasta con tres factores; con cuatro es mucho más dif́ıcil
pero todav́ıa es posible. Además, la gran mayoŕıa de los casos prácticos de optimización
se hacen con cuatro o menos factores de control, siendo el caso de tres el más frecuente.
Por otra parte, con el método gráfico es posible detectar la presencia de óptimos locales
o de varias regiones con la misma factibilidad, lo cual puede pasar desapercibido con los
otros métodos.
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3. Método de la función de deseabilidad

Este método fue propuesto originalmente por [10] y posteriormente mejorado por [7] y [8].
Consiste en definir una función en el espacio de factores que mide la deseabilidad global
(DG) del producto predicha en cada punto, convirtiendo de esta forma el problema de
optimización multivariado en un problema de optimización univariado. Basta maximizar
dicha deseabilidad global para obtener el punto óptimo que buscamos. La deseabilidad
global DG en un punto x′ = (x1, x2, ..., xp) se define como la media geométrica de las
deseabilidades individuales (d1, d2,..., dk), que a su vez son transformaciones que convierten
los valores predichos de cada respuesta Ŷ1, Ŷ2,..., Ŷk a números en el intervalo [0, 1]. Si di

es igual a 1 significa que la correspondiente respuesta predicha Ŷi toma su valor máximo
deseable; si di = 0 la respuesta toma un valor inaceptable y la deseabilidad global DG = 0,
lo que significa que el todo el producto es inaceptable independientemente de las valores de
las respuestas restantes. Esto último explica el uso de la media geométrica en la definición
de la deseabilidad global DG.

Sean los k modelos ajustados dados por (1.1). Estos modelos se pueden evaluar en
cualquier punto x′ = (x1, x2, ..., xp) de la región experimental y resultan los k predichos
Ŷ1(x), Ŷ2(x),..., Ŷk(x). Cada Ŷi(x) se transforma en un valor di(x) que cae en el intervalo
[0, 1] y que mide el grado de deseabilidad de la respuesta en relación a las especificaciones y
valor objetivo. Suponiendo que la variable Yi tiene por especificaciones inferior y superior
a LIEi y LSEi, y su valor objetivo o nominal es Ti, se define la transformación di como

di(x) =





[
Ŷi(x)−LIEi

Ti−LIEi

]s
LIEi ≤ Ŷi(x) ≤ Ti

[
Ŷi(x)−LSEi

Ti−LSEi

]t
Ti < Ŷi(x) ≤ LSEi

0 Ŷi(x) < LIEi ó Ŷi(x) > LSEi

(2)

donde s y t son exponentes que sirven para elegir la forma deseada de la transformación
y con ello reflejar los deseos del experimentador: si se toman grandes (digamos s, t ≥ 10)
significa que la deseabilidad di sólo toma valores grandes cuando Ŷi cae cerca de su valor
objetivo; si se toman valores pequeños para s y t (s, t ≤ 0,1) significa que cualquier valor
de Ŷi adentro del intervalo [LIEi, LSEi] es igualmente deseable; cuando no se tiene idea de
grados de deseabilidad. Se recomienda asignar el valor 1 a los exponentes, lo que sugiere un
incremento lineal de la deseabilidad hacia el valor objetivo (ver Figura 2). Si la respuesta
tiene especificaciones de un sólo lado, lo que se hace es tomar el valor objetivo (Ti) igual
al valor a partir del cual se considera que no hay ganancia adicional en la calidad de la
respuesta. Es decir, en la función dada por (3.1) desaparece una de las restricciones y la
Figura 2 se reduce a uno de los lados respecto al valor objetivo Ti.

Una vez calculadas las k deseabilidades individuales, se obtiene la deseabilidad global
DG como la media geométrica

DG =
(
dW1
1 × dW2

2 × · · · × dWk
k

)1/
∑

Wi

(3)
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Figura 2: Función de deseabilidad

donde los pesos Wi son constantes que permiten balancear la importancia relativa de cada
variable; mientras más grande es el peso dado a una variable en relación a las restantes,
más grande será su deseabilidad sobre el punto óptimo global. Si todas son igualmente
importantes, Wi = 1 para i = 1, 2, ..., k. Note que los exponentes s y t definidos en la
transformación (3.1) se pueden introducir como parte de los pesos Wi. El punto óptimo
simultáneo es el punto x′

0 = (x10, x20, ..., xp0) sobre el cual la función DG es máxima
(ver [8]). Cabe decir que este método no toma en cuenta la aleatoriedad de Ŷi(x), ni la
calidad de los modelos, ni la habilidad de las respuestas para cumplir con las tolerancias.
Esta información puede servir para elegir pesos Wi más adecuados, como se propone más
adelante.

En la maximización de la función dada por (3.2) puede haber problemas al utilizar
un algoritmo de optimización que calcula derivadas, puesto que las funciones di que la
componen (ver Figura 2) no son diferenciables en el valor objetivo Ti. [6] proponen una
modificación a las funciones de deseabilidad individuales dadas por (3.2) para hacer-
las diferenciables en el punto Ti y aśı tener la opción de aplicar algoritmos basados en
derivadas.

4. Método de la función de pérdida

En lugar de minimizar una función de deseabilidad, [1] proponen minimizar una función
de pérdida global definida en cada punto x como la suma ponderada de las desviaciones
cuadráticas de los predichos respecto al valor objetivo. Supongamos que se tienen los
modelos ajustados para k variables de interés dados por (1.1), la función de pérdida a
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minimizar se define por

QLP =
k∑

i=1

Wi(Ŷi(x) − Ti)2 (4)

donde Wi es el peso que pondera la importancia relativa de la variable Yi en la función;
Ti es el valor objetivo de la variable y Ŷi(x) es el valor predicho por el modelo en el punto
x′ = (x1, x2, ..., xp). Los valores de las constantes Wi se eligen en primera instancia de
tal manera que se elimine el efecto de las diferentes unidades de medición que tienen las
variables, además de que se puede incluir alĺı mismo un peso adicional que balancee su
importancia relativa.

Los autores sugieren que los valores nominales Ti en la función objetivo (4.1) se pueden
mover arbitrariamente para lograr mejores resultados de su método o soluciones alterna-
tivas, en el caso de que todas las respuestas buscan máximo o mı́nimo, pero no explican
cómo elegir dichos valores objetivo de tal manera que el punto óptimo resultante sea el
más razonable. Además, cuando en algunas respuestas los valores nominales Ti están da-
dos como el punto medio de las especificaciones, no es claro como conservar el balance
en la importancia relativa de las variables. Más adelante mostramos que los resultados
que obtienen para uno de los ejemplos que presentan, con respuestas de ambos tipos, son
demasiado inconsistentes por no fijar los valores objetivo de manera adecuada.

5. Método de la función de distancia

Este método es diferente a los anteriores en al menos cuatro aspectos: es el más formal
de todos, involucra menos el sentido común del experimentador, exige que las respuestas
sean linealmente independientes y puede tomar en cuenta la aleatoriedad de las respuestas
predichas por cada modelo. El hecho de que suponga que las variables de respuesta tienen
que ser independientes es bastante fuerte, puesto que frecuentemente existe dependencia
entre ellas. Al reducir el conjunto de variables a optimizar, el resultado ignora la infor-
mación de las variables eliminadas y puede sesgarse fuertemente; el hecho de conocer la
correlación de una variable eliminada con alguna optimizada no implica que la primera
pueda también optimizarse.

Propuesto originalmente por [11], el método consiste en minimizar una función de
distancia entre el vector de valores óptimos individuales y el vector de predichos. En
un primer paso se determina cuáles de las variables son estad́ısticamente independientes
para trabajar sólo ese grupo. Cada variable seleccionada se optimiza individualmente uti-
lizando técnicas de superficie de respuesta univariada (ver por ejemplo [12] y [4]). Sea
φ′ = (φ1, φ2, . . . , φk) el vector de óptimos individuales de las k variables independientes y
sea otra vez x′ = (x1, x2, ..., xp) un punto cualquiera en el espacio de factores de control.
Los modelos dados por (1.1) se pueden escribir en forma matricial como

Ŷi(x) = z′(x)β̂i (i = 1, 2, ..., k)

donde z′(x)(1×r) = (1, X1, X2,..., Xp, X1X2, X1X3,..., Xp−1Xp, X2
1 , X2

2 ,..., X2
p) es el vector

renglón de variables en el modelo, que tiene dimensión r = p(p+3)
2 + 1, o sea el número
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de términos en cada modelo y β̂i es el vector columna de parámetros estimados. En cada
punto del espacio de factores se puede calcular el vector de predichos de las k respuestas
dado por Ŷ (x) = (Ŷ1(x), Ŷ2(x),..., Ŷk(x))′. Se define la función de distancia entre Ŷ (x) y
φ como

ρ1[Ŷ(x), φ] =


(Ŷ(x) − φ)

′∑̂−1
(Ŷ(x) − φ)

z′(x)(X′X)−1z(x)




1/2

, (5)

donde
∑̂

es la matriz de varianzas y covarianzas estimada de las respuestas y X(n×r) es la
matriz de diseño aumentada con una primera columna de unos y r− (p+1) columnas que
corresponden a los términos de segundo orden; es decir, esta matriz tiene tantas columnas
como términos tiene el modelo ajustado y n renglones que son el número de observaciones
en cada respuesta. Nótese que en el caso de una variable de respuesta esta distancia se
reduce a la diferencia (distancia) entre el predicho y el valor óptimo dividida entre el
error estándar del predicho. Un estimador de la matriz de varianzas y covarianzas de los
predichos está dado por

∑̂
=

Y′[In −X(X′X)−1X′]Y
n − r

donde In es la matriz identidad de dimensión n y Y es la matriz cuyas columnas son los
valores observados para cada respuesta.

Otra posible función de distancia global sugerida por [11] está dada por

ρ2[Ŷ(x), φ] =

[
k∑

i=1

(Ŷi(x) − φi)2

φ2
i

]1/2

. (6)

6. Ejemplo: Optimización de neumáticos

En esta sección se analiza, utilizando los cuatro métodos presentados arriba, el ejemplo
de las llantas discutido por [7], que consiste en encontrar la combinación óptima simultánea
de tres ingredientes para un compuesto en bandas de llanta (śılice (X1), silenio (X2) y sul-
furo (X3)). Existen cuatro variables (respuesta) de interés cuyos nombres y especificaciones
son:

Y1 > 120, ı́ndice de abrasión
Y2 > 1000, Módulo 200 %

400 < Y3 < 600, Elongación
60 < Y4 < 75, Dureza.

Si bien las dos primeras variables no tienen ĺımite de especificación superior, desde
el punto de vista práctico, se considera que no hay ninguna ganancia adicional en estas
propiedades si Y1 y Y2 toman valores mayores a 170 y 1300, respectivamente. En este
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Ŷ1(x0) Ŷ2(x0) Ŷ3(x0) Ŷ4(x0) x10 x20 x30

131.61 1257.33 466.28 69.91 −0,217 0.400 –0.725

Cuadro 1: Resultados de optimización por el método gráfico

sentido se pueden considerar estos últimos números como los valores objetivo de dichas
variables. Por su parte las variables Y3 y Y4 toman como valores objetivo el punto central
de su rango de tolerancia. Se supone que las cuatro variables tienen la misma importancia
desde la perspectiva de los clientes, aśı que en todos los métodos se les dará (o tratará de
dar) el mismo peso, aproximadamente. La idea es observar el desempeño de los diferentes
métodos en cuanto a su habilidad para atrapar la combinación óptima de los ingredientes.

6.1. Método gráfico

Utilizando el paquete Design Expert se localiza la región que mejor cumple con los reque-
rimientos de las cuatro variables de respuesta y los resultados se muestran en la Figura 3.
Esta región se logra dibujando dos curvas de nivel de la superficie descrita por el modelo
ajustado en cada respuesta, cuyos valores son

Y1 → 131 − 170
Y2 → 1192 − 1300
Y3 → 464 − 536
Y4 → 64,8 − 70,2.

Esto equivale a una reducción de 64% del tamaño del rango de especificación original,
excepto en la variable Y1 donde sólo se reduce 22%. Esto es, como las variables son
igualmente importantes se trataba de reducir sus rangos en la misma proporción para
sacrificar a todas por igual. Sin embargo, no fue posible reducir más el rango de la primera
variable sin perjudicar fuertemente el desempeño de las otras tres, en particular el de la
tercera. En otras palabras, en este ejemplo es necesario sacrificar a la variable Y1 en aras
de un mejor desempeño de las demás variables; este hecho también lo registrarán los otros
métodos.

Los resultados de una solución gráfica óptima bajo las condiciones arriba descritas se
observan en la Figura 3 y se resumen en la Tabla 1. El punto óptimo simultáneo gráfico
es la combinación de niveles dada por (x10 = −0,217, x20 = 0,400, x30 = −0,725). En
la Tabla 1 también se muestran los valores predichos para cada respuesta sobre el punto
óptimo.

6.2. Método de la función de deseabilidad

Como se ha mencionado, [7] (de aqúı en adelante simplemente DS) ilustran su método pre-
cisamente con este ejemplo de los neumáticos. Ellos reportan como solución óptima el pun-
to x′

0 = (−0,050, 0,145,−0,868), sobre el que se predicen los valores
Ŷ(x0) = (129,5, 1300, 465,5, 68,5)′, cuyas deseabilidades individuales son, respectivamente
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Figura 3: Optimización simultánea por método gráfico.

d̂(Ŷ(x0)) = (0,189, 1,000, 0,656, 0,932)′. Para obtener estos resultados definen las cuatro
funciones de deseabilidad con exponentes unitarios y pesos iguales. Nótese que la variable
más sacrificada es Y1, al encontrarse a un nivel de 18.9 % de deseabilidad, contra la Y2 que
se predice en un 100 % de su deseabilidad.

Este resultado, reportado como la solución DS en la Tabla 2, considera pesos iguales
para las cuatro respuestas. Si se ponderan de otra manera las variables es posible obtener
un mejor valor para la primera variable, manteniendo casi la misma deseabilidad de las
otras tres variables. Por ejemplo, ponderando el doble las tres primeras variables en relación
a la cuarta, la solución resultante predice los valores
Ŷ(x0) = (131,13, 1300,00, 465,68, 69,44)′, donde se obtiene un mejor valor para la primera
variable, a costa de empeorar un poco el valor de la cuarta. Esta solución se denota por
DS1 en la Tabla 2. Sin embargo, sabemos que es impráctico que el experimentador pruebe
una serie de ponderaciones arbitrarias para quedarse con la que considera mejor. Aśı pues,
se sugiere ponderar las variables con los pesos Wi = 1/Cpmi (ver Apéndice), que consideran
la desviación de la respuesta al valor objetivo, aśı como su variabilidad. Estos pesos arro-
jan los resultados de la solución DS2 de la Tabla 2. Se observa una mejora en la variable
Y1 a expensas de la variable Y4.

Solución Ŷ1(x0) Ŷ2(x0) Ŷ3(x0) Ŷ4(x0) x10 x20 x30

DS 129.50 1300.00 465.50 68.50 -0.050 0.145 -0.868
DS1 131.13 1300.00 465.68 69.44 -0.126 0.404 -0.843
DS2 130.51 1300.00 469.95 69.55 -0.151 0.424 -0.871

Cuadro 2: Resultados del método de la función de deseabilidad
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En resumen, si a priori las variables tienen la misma importancia relativa, pareceŕıa
razonable ponderarlas parejo a todas. Pero lo cierto es que cuando las variables tienen
diferente variabilidad y distinta desviación al valor objetivo, la ponderación unitaria no es
la más adecuada.

6.3. Método de la función de pérdida

Los autores en [1] también ilustran su método utilizando el ejemplo de los neumáticos
de DS, sin embargo el punto óptimo que reportan no es el mejor que se puede encontrar.
Debido en nuestra opinión a dos aspectos: primero, la función no está bien definida, en el
sentido de que toma como valores objetivo de las dos primeras variables el mı́nimo de sus
valores deseables, cuando los autores originales comentan claramente que lo más deseable
es tener valores máximos de estas dos variables [7]. Segundo, la manera de ponderar las
variables no es la más adecuada. Ellos definen la función global a minimizar como

QLP = 0,0318U [120, Ŷ1(x)]{Ŷ1(x) − 120}2 (7)
+0,00000925U [1000, Ŷ2(x)]{Ŷ2(x) − 1000}2

+0,00237{Ŷ3(x) − 500}2 + 0,62{Ŷ4(x) − 67,5}2,

donde U [a, b] = 1 si b ≥ a; U [a, b] = 0 si b < a y las constantes son pesos iguales al inverso
del cuadrado medio del error (CME) del modelo correspondiente. Es debido a la función
escalón U que cualquier punto que prediga valores de las primeras dos variables arriba
de 120 y 1000, respectivamente, y las dos últimas variables en sus valores objetivos, es
un punto óptimo que tiene una pérdida mı́nima QLP ∼= 0. El problema es que hay una
infinidad de puntos que pueden predecir estas condiciones, los cuales se representan con
la ĺınea oscura de la Figura 4, y difieren bastante en los valores que predicen para las
primeras respuestas Y1 y Y2. Aśı pues, todos los puntos señalados en la figura minimizan
la función de pérdida dada por (6.1). Da la impresión que los autores no se percatan de
este hecho y lo confunden con el problema de tener muchos mı́nimos locales, que no es lo
mismo.

El punto óptimo que ellos reportan (ver Figura 4) está dado por
x′

0 = (−0,461,−0,283,−0,528) y predice como valores de las respuestas a
Ŷ (x0) = (122,7, 1069,0, 500,0, 67,0)′. Inmediatamente se observa que los valores predichos
de las dos primeras respuestas son bastante bajos, lo cual se debe, entre otras cosas, a que
el algoritmo de optimización utilizado convergió “arbitrariamente” a este punto existiendo
muchos otros puntos que pueden predecir mejores valores para Y1 y Y2. Es fácil mostrar
que con su función objetivo (incorrecta) dada por (6.1) se pueden obtener mejores resul-
tados simplemente cambiando el punto inicial del algoritmo de optimización. Por ejemplo,
con el algoritmo de Nelder-Mead y debido a la manera de definir la función de pérdida
global, se pueden encontrar una infinidad de puntos donde la pérdida toma un valor mı́ni-
mo cercano a cero. Aśı, tomando como punto inicial el centro de la región experimental se
converge al punto óptimo x′

0=(-0.100, 0.213, -1.278) sobre el que se predicen las respuestas
Ŷ (x0)=(123.23, 1409.41, 500.00, 67.5)′. Este resultado es mucho mejor en las primeras dos
variables que el reportado en [1].
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Figura 4: Familia de puntos que hacen a QLP = 0.

También se puede encontrar una solución que se ajuste más a la información original
de Derringer sobre las respuestas y se obtiene, por ejemplo, que considerando como punto
inicial del algoritmo al vector (0.0, 0.0, -1.0) éste converge al punto óptimo simultáneo
x′

0=(-0.211, 0.057, -1.059), donde los predichos son Ŷ (x0)=(124.21, 1303.95, 500.00, 67.5)′.
Claramente esta última solución también es mejor que la de [1], ya que las tres últimas
variables toman sus valores objetivo, y la primera se sacrifica todav́ıa excesivamente, pero
sigue prediciendo un mejor resultado que el de [1].

En resumen, los puntos más arriba que la solución de Ames en el sentido de la variable
X3 (ver Figura 4) son peores soluciones que ésta; del punto de Ames hacia abajo, hasta
un valor de alrededor de x3 = −1,28, los puntos son mejores soluciones.

Función de pérdida corregida y con ponderación alternativa. En la discusión
del ejemplo de los neumáticos [1] argumentan que [7] no proporciona mayor información
para ponderar las variables, sin embargo es claro que dichos autores dan el mismo peso a
cada variable al tomar coeficientes r=s=1 en las funciones de deseabilidad. Aśı pues, en
principio se trata de dar el mismo peso a las cuatro variables, cosa que [1] de hecho asumen
al ponderar cada variable por el inverso del cuadrado medio del error (CME) de cada
modelo, lo que se supone estaŕıa reduciendo el efecto de las diferentes unidades de medición.
Desgraciadamente ellos “definen incorrectamente” la función de pérdida objetivo, la cual,
considerando sus ponderaciones (ver 6.1) debeŕıa ser

QLP = 0,0318U [170, Ŷ1(x)]{Ŷ1(x) − 170}2 (8)
+0,00000925U [1300, Ŷ2 (x)]{Ŷ2(x) − 1300}2
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+0,00237{Ŷ3(x) − 500}2 + 0,62{Ŷ4(x) − 67,5}2,

al colocar los objetivos correctos en las primeras dos variables. Esta función alcanza su
valor mı́nimo en el punto x′

0 = (0,060, 0,536,−0,545), sobre el que se predicen las respuestas
Ŷ0 = (139,90, 1325,02, 422,72, 70,19)′. Otra vez, se observa que el inverso del CME no es
una ponderación suficiente, puesto que en este caso castiga demasiado a la variable Y3.
Esto es, no basta eliminar el efecto de las diferentes unidades, sino que la ponderación
debeŕıa dar un poco más de peso a las variables que más dificultad tienen en cumplir los
requerimientos individuales.

Una ponderación que parece dar mejores resultados consiste en utilizar los pesos Wi,
inspirados en un ı́ndice de capacidad de procesos [17], que se definen en el Apéndice.
Con ellos se obtiene por punto óptimo x′

0 = (−0,037, 0,188,−0,710) cuyos predichos son
Ŷ0 = (132,31, 1282,34, 451,45, 68,51)′. Este punto es mejor solución que las dos anteriores
(ver solución AMES2 en la Tabla 3). En la Tabla 3 se resumen los resultados obtenidos por
el método de la función de pérdida: AMES es la solución original, AMES1 es la solución
obtenida con la función corregida y AMES2 es la que resulta de la función corregida y
ponderada por los pesos dados en el Apéndice.

solución Ŷ1 Ŷ2 Ŷ3 Ŷ4 x10 x20 x30

AMES 122.70 1069.00 500.00 67.00 -0.461 -0.283 -0.528
AMES1 139.90 1325.02 422.72 70.19 0.060 0.536 -0.545
AMES2 132.31 1282.34 451.45 68.51 -0.037 0.188 -0.710

Cuadro 3: Resultados del método de la función de pérdida

6.4. Método de la función de distancia

Después de elegir el grupo de variables de respuesta independientes que se van a optimizar,
el siguiente paso del método de la función de distancia es optimizar cada variable indivi-
dualmente utilizando técnicas de superficie de respuesta univariada. Del análisis canónico
se encuentra que los cuatro puntos estacionarios de las respuestas son puntos silla, por
lo que es necesario utilizar la técnica de análisis de cordillera con cada respuesta para
encontrar los mejores puntos “óptimos” dentro de la región experimental (ver [14]). Ha-
ciendo los cálculos con el procedimiento RSREG de SAS , se obtienen los cuatro óptimos
individuales (x0i; i = 1, 2, 3, 4) que se muestran en la Tabla 4, donde también se reportan
los correspondientes predichos (φi; i = 1, 2, 3, 4) sobre ellos. Estos puntos se ubican sobre
la esfera de radio 1,7

Es importante hacer notar que el punto óptimo de la variable Y1 está en el lado opuesto
del punto óptimo de la variable Y3, es decir, la dirección óptima para una de estas variables
es prácticamente la peor dirección para la otra. Esta contraposición entre las variables Y1 y
Y3 afecta a cualquier método de optimización simultánea, por lo que lograr mejores valores
predichos en una de estas variables, necesariamente se hace a expensas de peores valores
en la otra.
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Aplicando dos de las funciones de distancia sugeridas por [11], se obtienen los resulta-
dos que se muestran en la Tabla 5. La solución KCd1 se refiere a la función de distancia
ρ1 definida en la relación (5.1), mientras que KCd2 es la distancia ρ2 dada en (5.2), re-
stringiendo en ambos casos la región a las condiciones dadas por [7]. La solución KCd1
castiga demasiado a la variable Ŷ3, mientras que la KCd2 reporta un valor muy bajo para
Ŷ1. Aśı, las dos soluciones son malas.

predicho (φi) punto óptimo

respuesta Ŷ (x0i) x10 x20 x30

Y1 194,32 0,933 1,024 0,986
Y2 2334,51 0,607 0,543 1,492
Y3 499,75 −0,571 −0,226 −0,394
Y4 67,49 0,053 −0,272 −0,115

Cuadro 4: Puntos óptimos individuales.

Parte del problema de las primeras dos soluciones es el valor φ2 = 2334,51 (ver Tabla
4) tan grande, que al utilizarlo como el valor objetivo de la variable Ŷ2, acaba dándole más
peso a esta variable en perjuicio de la respuesta Y3. Buscando resultados más razonables,
decidimos utilizar los valores nominales sugeridos por DS para las variables Y1 y Y2, y
es aśı como se llega a las soluciones KCa1 y KCa2 listadas en la Tabla 5. Efectivamente,
ahora la variable Y2 tiene menos peso que antes, y se logra un mejor balance entre las
cuatro respuestas, en particular con la solución KCa1 que es la mejor.

solución Ŷ1 Ŷ2 Ŷ3 Ŷ4 x10 x20 x30

KCd1 134.80 1460.01 426.35 69.65 0.452 0.864 -1.137
KCd2 133.08 1425.99 401.67 67.17 0.693 0.143 -1.000
KCa1 127.41 1334.91 487.55 71.24 -0.179 0.864 -1.137
KCa2 139.00 1250.00 419.22 70.31 -0.181 0.279 -0.121

Cuadro 5: Resultados con las distancias 1 y 2.

6.5. Discusión

En la Tabla 6 se resumen los mejores resultados obtenidos con cada uno de los cuatro
métodos presentados arriba para el problema de los neumáticos, aplicándolos tal como
se describen originalmente. El método DS es el de la función de deseabilidad de [7]; las
etiquetas KCa1 y KCa2 se refieren al método de la función de distancia considerando las
dos funciones de distancia sugeridas por [11] y restrigiendo la región a las condiciones de
DS; AMES es la solución dada por [1] y AMES1 es la solución que resulta al corregir los
valores nominales en la función de pérdida.

Las mejores soluciones son las obtenidas con los métodos de la función de deseabilidad
(DS) y el gráfico (Tabla 6), quedando muy parejas en el porcentaje de mediciones afuera de
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especificaciones que se espera tener en el futuro sobre el punto óptimo correspondiente. El
método gráfico tiene la ventaja de ser más flexible puesto que se trabaja con las superficies
de respuesta originales y en la escala original. Las peores soluciones son las llamadas KCa2
y AMES, puesto que reportan predichos demasiado alejados de los valores objetivos en las
variables Y3 y Y2, respectivamente (Tabla 6).

Ninguno de los métodos considera, además de la variabilidad y la media de Ŷi, su
habilidad para cumplir con las tolerancias, de aqúı que todas las soluciones dadas en
la Tabla 6 sean susceptibles de mejora si se encuentra la manera de involucrar los tres
aspectos. Es decir, algunos de los métodos utilizan sólo la media, otros sólo la media
y la variabilidad, alguno más sólo la media y las especificaciones, pero ninguno las tres
cosas. Como resultado de esto, en los puntos óptimos simultáneos reportados se predice un
excesivo número art́ıculos defectuosos en el futuro, en términos de algunas de las variables.
La idea entonces es determinar puntos óptimos que predigan un mı́nimo de defectuosos
en las mediciones futuras de todas las respuestas.

punto óptimo predichos

método x10 x20 x30 Ŷ1 Ŷ2 Ŷ3 Ŷ4

Gráfico -0.217 0.400 -0.725 131.61 1259.73 466.28 69.91
DS -0.540 0.150 -0.869 129.43 1300.00 466.05 68.03

AMES -0.460 -0.284 -0.525 122.73 1069.10 500.00 67.50
AMES1 0.060 0.536 -0.545 139.90 1325.02 422.72 70.19
KCa1 -0.179 0.864 -1.137 127.41 1334.91 487.55 71.24
KCa2 -0.187 0.279 -0.121 139.00 1250.00 419.21 70.31

Cuadro 6: Resultados con los métodos originales.

En otras palabras, no basta cumplir los requerimientos, sino que para evitar art́ıculos
defectuosos, idealmente se debe cumplir que el intervalo de confianza para la predicción
futura sobre el punto óptimo se encuentre completamente adentro de las especificaciones, y
no sólo parcialmente como ocurre en algunas variables. Por ejemplo, la solución DS predice
un valor de 129.43 para la primera variable, pero dado su error estándar, el ĺımite inferi-
or del intervalo del pronóstico es de alrededor de 113, es decir, se predice un porcentaje
importante de defectivos. Lo mismo pasa con la segunda variable en esta solución, que
aunque toma su valor óptimo de 1300 en promedio, el error estándar de las futuras medi-
ciones es de alrededor de 420, por lo que también se tendrán defectuosos por este concepto.
La pregunta es: ¿cómo obtener el punto óptimo simultáneo con cada método, que además
esté mejor centrado en el intervalo de predicción, y adentro de las especificaciones?.

6.6. Conclusiones

Soluciones alternativas: buscando tomar en cuenta lo antes dicho, los métodos de la
función de deseabilidad y el de la función pérdida proponen otras maneras de ponderar
las funciones respectivas (Secciones 6.2 y 6.3). Las soluciones alternativas que resultan
se resumen en la Tabla 7. La solución gráfica alternativa se obtiene utilizando mayor
resolución (aumentos) en las gráficas y aplicando el criterio adicional de considerar el
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error estándar de los predichos. En nuestra opinión es la mejor solución, puesto que predice
menos defectivos en las mediciones futuras de las cuatro variables. El hecho de permitir
a la variable Ŷ2 tomar valores por arriba de 1300 hace posible que la solución gráfica sea
la mejor; si se limita a la cota de 1300, los resultados seŕıan más parecidos a las otras dos
soluciones alternativas (Tabla 7).

Una cualidad importante del método gráfico es que se explora la hipersuperficie y se
detecta la presencia de varias regiones factibles cuando estas existen, habilidad que no
tienen los otros métodos.

El método alternativo DS2 consiste en ponderar las deseabilidades con los pesos
Wi = 1/Cpmi, lo cual mejora un poco los resultados originales (ver Tablas 6 y 7). La
solución AMES2 alternativa consiste en una modificación a los pesos sugeridos por los
autores del método y con ello (ver Tabla 7) se logra un resultado que compite con el DS2.
Pensamos que se pueden mejorar un poco más estas dos soluciones si las especificaciones
dadas por DS para las primeras dos variables se modifican considerando el error estándar
del pronóstico de dichas variables.

punto óptimo predichos

método x1 x2 x3 Ŷ1 Ŷ2 Ŷ3 Ŷ4

Gráfico 0.010 0.390 -0.890 132.00 1337.79 455.45 68.96
DS2 -0.151 0.424 -0.871 130.51 1300.00 469.95 69.55

AMES2 -0.037 0.188 -0.710 132.31 1282.34 451.45 68.51

Cuadro 7: Soluciones alternativas

En conclusión, las tres alternativas son mejores soluciones que las originales en cuanto
a la proporción esperada de producto afuera de especificaciones. Es posible que las modifi-
caciones (nuevos pesos) que proponemos a los métodos de las funciones de deseabilidad y
de pérdida no funcionen igual con otros ejemplos, pero seŕıa interesante investigar si exis-
ten ponderaciones de este tipo que sean lo suficientemente robustas como para recomendar
su uso en general.

7. Apéndice

7.1. Pesos basados en capacidad

El ı́ndice de capacidad de procesos Cpm se define, de acuerdo a [17], como

Cpm =
T − LIE

3
√

σ2 + (µ − T )2
,

donde µ es la media del proceso y T es el punto medio de las especificaciones, en el caso de
las variables con doble especificación; en las variables con especificación de un sólo lado,
T es el punto donde la pérdida esperada es igual a cero. Este ı́ndice mide la habilidad
que tiene una variable para cumplir con los requerimientos, considerando su dispersión, su
sesgo respecto del valor objetivo y la amplitud de las tolerancias. La cuestión es: ¿cómo
trasladar estas ideas a superficie de respuesta?.
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Ponderación de las funciones de deseabilidad A partir de los datos experimen-
tales de cada variable, y del modelo ajustado, es posible calcular un número que mida el
potencial de cada modelo para predecir valores adentro de las especificaciones. Consideran-
do como estimador de la varianza al cuadrado medio del error (CME) y como estimador
de la media la media global, se obtiene la cantidad

Cpmi =
Ti − LIEi

3
√

CMEi + (µ̂i − Ti)2
(9)

para cada una de las respuestas, donde Ti y LIEi se toman de acuerdo a [7]. Como la idea
es apoyar a las variables con mayor dificultad para cumplir los requerimientos, los pesos
que se sugieren en el método de la función de deseabilidad están dados por

Wi =
1

Cpmi
; i = 1, 2, 3, 4. (10)

Ponderación de la función de pérdida
Recordemos que [1] utilizan los pesos Wi = 1/CMEi en el ejemplo de los neumáticos,

que en principio busca eliminar el efecto de las diferentes unidades de las respuestas, y eso
pasa cuando la varianza es proporcional a las magnitudes de los datos, lo cual de hecho no
ocurre en este ejemplo. Además estos pesos tampoco toman en cuenta el sesgo de los datos
respecto a los valores nominales. Buscando subsanar estas limitantes, los pesos propuestos
para el método de la función de pérdida son los valores

Wi =
|Ti − µ̂i| /

√
CMEi

CMEi + (µ̂i − Ti)2
; i = 1, 2, 3, 4. (11)

El hecho de que esta ponderación de las variables funcione es dif́ıcil de explicar total-
mente, pero básicamente lo que hacen los Wi es darle menos peso a la variable Yi cuando
el predicho se aleja demasiado del valor objetivo o cuando tiene más variabilidad.
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