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A mineracdo de dados educacionais (EDM) é uma area recente de pesquisa que tem como
principal objetivo o desenvolvimento de métodos para explorar conjuntos de dados coletados
em ambientes educacionais. Atualmente ela vem se estabelecendo como uma forte e consolidada
linha de pesquisa que possui grande potencial para melhorar a qualidade do ensino. Apesar dos
esforcos de pesquisadores brasileiros, essa area ainda é pouco explorada no pais. Para
divulgar alguns dos resultados desta &rea este artigo apresenta uma revisdo das pesquisas
realizadas na area, dando énfase aos métodos e aplicacdes que véem influenciado, com sucesso,
a pesquisa e a pratica da educagdo em varios paises. Serdo discutidas as condicfes que
viabilizam a pesquisa da EDM no cenario internacional e quais os desafios para consolidar a
area no Brasil. Além disso, também serd abordado o pontencial impacto da EDM na melhora
da qualidade dos cursos na modalidade educacdo a distancia (EAD) que vém recebendo
incentivo governalmental e um crecente nimero de alunos matriculados.

Palavras-Chave: Mineracdo de Dados Educacionais, Educacéo a Distancia

Educational Data Mining (EDM) is the research area concerned with the development and use
of data mining methods for exploring data sets collected in educational settings. In recent years,
EDM has become established internationally as a field and research community, with evidence
of considerable potential to improve the quality of education. Though there have been efforts to
establish EDM research in Brazil, EDM is not yet well established in Brazil. Towards increasing
awareness of EDM research in Brazil, this paper presents a review of research on EDM,
discussing methods and successful applications of EDM research which have influenced
research and educational practice internationally. The article discusses some of the enabling
conditions for EDM research, and the challenges that must be met for this field to reach its full
potential in Brazil. In specific, we discuss the potential that EDM research has to benefit the
increasing number of Brazilian distance learners.

Keywords: Educational Data Mining, Distance Learning



Baker, R.S.J.d., de Carvalho, A.M.J.B.

RBIE

1 Mineracéo de Dados Educacionais

O termo Mineragdo de dados, também conhecido
como Descoberta de Conhecimentos em Bancos de
Dados, ou KDD (do inglés, “Knowledge Discovery in
Databases”), refere-se a disciplina que tem como
objetivo descobrir “novas” informagdes através da analise
de grandes quantidades de dados [41]. O termo “novas
informagdes” refere-se ao processo de identificar
relagdes entre dados que podem produzir novos
conhecimentos e gerar novas descobertas cientificas.

As informacdes sobre a relagdo entre dados e,
posteriormente a descoberta de novos conhecimentos,
podem ser muito Uteis para realizar atividades de tomada
de decisdo. Por exemplo, ao minerar os dados de um
estoque de supermercado poderia-se descobrir que todas
as sextas-feiras uma marca especifica de cerveja se esgota
nas prateleiras e, portanto, um gerente que obtém esta
“nova informacdo” poderia planejar o estoque do
supermercado para aumentar a quantidade de cervejas
desta marca as sextas-feiras. Analogamente, é possivel
minerar dados de alunos para verificar a relacdo entre
uma abordagem pedagdgica e o aprendizado do aluno.
Através desta informacdo o professor poderia
compreender se sua abordagem realmente esta ajudando
o0 aluno e desenvolver novos métodos de ensino mais
eficazes. A Mineracdo de dados tem sido aplicada em
diversas areas do conhecimento, como por exemplo,
vendas, bioinformatica, e agdes contra-terrorismo.
Recentemente, com a expansao dos cursos a distancia e
também daqueles com suporte computacional, muitos
pesquisadores da area de Informética na Educacdo (em
particular, Inteligéncia Artificial Aplicada a Educacéo)
tém mostrado interesse em utilizar mineracdo de dados
para investigar perguntas cientificas na area de educagéo
(e.g. quais sdo os fatores que afetam a aprendizagem? Ou
como desenvolver sistemas educacionais mais eficazes?).
Dentro deste contexto, surgiu uma nova area de pesquisa
conhecida como “Mineracdo de Dados Educacionais”
(do inglés, “Educational Data Mining”, ou EDM). A
EDM é definida como a area de pesquisa que tem como
principal foco o desenvolvimento de métodos para
explorar conjuntos de dados coletados em ambientes
educacionais. Assim, é possivel compreender de forma
mais eficaz e adequada os alunos, como eles aprendem, o
papel do contexto na qual a aprendizagem ocorre, além
de outros fatores que influenciam a aprendizagem. Por
exemplo, é possivel identificar em que situagdo um tipo
de abordagem instrucional (e.g. aprendizagem individual
ou colaborativa) proporciona melhores beneficios
educacionais ao aluno. Também é possivel verificar se 0
aluno esta desmotivado ou confuso e, assim, personalizar
0 ambiente e os métodos de ensino para oferecer
melhores condic¢des de aprendizagem.
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A comunidade de EDM vem crescendo rapidamente.
Em 2008 criou-se a Conferéncia Internacional sobre
Mineracdo de Dados Educacionais (International
Conference on Educational Data Mining), apds uma
sequéncia de worshops bem sucedidos realizados
anualmente desde 2004. Em sua terceira edicdo, foram
submetidos 74 artigos originais para esta conferéncia e o
nimero de participantes aumentou consideravelmente em
relacdo aos anos anteriores. Criou-se também a Revista
de Mineracdo de Dados Educacionais (Journal of
Educational Data Mining), que publicou seu primeiro
volume em Novembro de 2009. Além da consolidacdo da
conferéncia e da revista na area de EDM, a comunidade
também publicou dois livros sobre o assunto em 2006 e
2010 (Data Mining in e-learning e Handbook of
Educational Data Mining).

Contudo, no Brasil ainda sdo poucos os trabalhos
publicados nesta area de pesquisa. Um dos trabalhos
pioneiros no uso de mineracdo de dados na educacdo foi
publicada por Branddo et al. [13] analisando dados do
programa nacional de informatica na educacdo. Um outro
trabalho pioneiro no Brasil que analizou dados da
avaliacdo de alunos é apresentada por Pimentel e Omar
[35]. Com o objetivo de divulgar esta area no Brasil, este
artigo apresenta uma breve introducéo de alguns métodos
e aplicagbes da EDM e a visdo dos autores sobre o
pontecial benéfico que a EDM pode trazer ao sistema
educacionail brasileiro, principalmente para a educacao a
distancia.

2. Métodos para EDM

Existem muitos métodos utilizados em EDM que sdo
originalmente da &rea de mineragdo de dados [41].
Contudo, de acordo com Baker [4], muitas vezes estes
métodos precisam ser modificados, por causa da
necessidade de considerar a hierarquia (em diversos
niveis) da informacdo. Além disso, existe uma falta de
independéncia estatistica nos tipos de dados encontrados
ao coletar informacBGes em ambientes educacionais. Por
causa disso, diversos algoritmos e ferramentas utilizadas
na area de mineragdo de dados ndo podem ser aplicadas
para analisar dados educacionais sem modificagdo. Em
particular, ferramentas importantes de mineracdo de
dados, como por exemplo Weka [cf. 41], ndo oferecem
apoio para validacdo cruzada entre os dados no nivel do
aluno ou da classe. A validagdo cruzada permite verificar
a corretude de um modelo gerado a partir da analise de
dados de treinamento (training data). Essa validacdo
oferece uma estimativa de como o modelo ird se
comportar ao analisar um conjunto novo dados.
Validagdo cruzada ao nivel de aluno ou classe é
fundamental em dados educacionais, pois existe uma
grande quantidade de dados por aluno e as conclusdes
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obtidas ao utilizar métodos de mineracdo de dados
precisam garantir que o modelo encontrado possa ser
utilizados para inferir o comportamento ou a
aprendizagem novos alunos e/ou classe. RapidMiner [cf.
30] é uma ferramenta que oferece um melhor apoio a
estas analises, embora ainda exija do usuario um grande
esforco para obter a validacio desejada. Devido a esta
lacuna na éarea de mineragdo de dados,  muitos
pesquisadores que publicam na area de EDM utilizam
modelos desenvolvidos na area de psicometria [e.g. 10,
18, 33].

Existem vérias linhas de pesquisa na area de EDM.
Muitas delas derivadas diretamente da &rea de mineracéo
de dados. Assim, nos paragrafos a seguir faremos uma
breve introducédo de alguns dos topicos mais interessantes
da area.

Uma taxonomia das principais sub-areas de pesquisa
em EDM é apresentada em [4]:

e Predicdo (Prediction)
o Classificagdo (Classification)
0 Regresséo (Regression)
0 Estimacdo de  Densidade
Estimation)
e  Agrupamento (Clustering)
e Mineracdo de relagdes (Relationship Mining)
0 Mineracdo de Regras de associacdo
(Association Rule Mining)
0 Minieracdo de Correlagbes (Correlation
Mining)
0 Mineracdo de  Padrbes
(Sequential Pattern Mining)
0 Mineracdo de Causas (Causal Mining)
e Destilagdio de dados para facilitar decisbes

(Density

Sequenciais

humanas (Distillation of Data for Human
Judgment)

e Descobrimento com modelos (Discovery with
Models)

As trés primeiras categorias dessa taxonomia séo de
interesse tanto da area de EDM quanto da area de
mineracdo de dados em geral. As sub—categorias de
Predicdo: Classificacdo, Regressdo e Estimacdo de
Densidade estdo diretamente relacionadas as categorias
dos métodos de mineracdo de dados apresentados por
Moore [32].

Na area de predicdo, a meta é desenvolver modelos
que deduzam aspectos especificos dos dados, conhecidos
como variaveis preditivas (predicted variables), atravées
da analise e fusdo dos diversos aspectos encontrados nos
dados, chamados de varidveis preditoras (predictor
variables). A Predicdo necessita que uma  certa
quantidade dos dados seja manualmente codificada para
viabilizar a correta identificagdo de uma ou mais
variaveis predicionada previamente conhecidas (a

¢

codificacdo e a identificacdo das varidveis ndo precisam
ser perfeitas). Como indicado na taxonomia, existem trés
tipos de predicdo: classficacdo, regressao, e estimacgéo de
densidade. A estimagdo de densidade é raramente
utilizada na EDM devido a falta de independéncia
estatistica dos dados. Em classificacdo, a variavel
predicionada é bindria ou categérica. Alguns algoritmos
populares na EDM, disponiveis em ferramentas como o
RapidMiner [30], incluem arvores de decisdo, regressao
logistica (para predigBes binarias), e regressdo step.
Quando a varidvel predicionada ¢ um ndmero, 0s
algoritmos de regressdo mais populares incluem
regressdo linear, redes neurais, e maquinas de suporte
vetorial. Para classificacdo e regressdo, as variaveis
preditoras podem ser categéricas ou numéricas; métodos
diferentes ficam mais (ou menos) efetivos, dependendo
das carecteristicas das variaveis preditoras utilizadas.

Existem dois beneficios de se utilizar métodos de
predicdo em EDM. Primeiro, métodos de predi¢do séo
utilizados para estudar quais aspectos de um modelo séo
importantes para predicdo, dando informagdo sobre o
construto sendo examinado (exemplos de constructo
modelado incluem curvas de aprendizagem e
representacdes de tipos variados de comportamento). Esta
estratégia é frequentemente utilizada em pesquisas que
tentam, de forma direta, predizer os beneficios
educacionais para um conjunto de estudantes [e.g. 37],
sem primeiro predizer os fatores mediantes ou
intermediérios. Ou seja, 0 objetivo é verificar o quanto o
aluno aprender sem considerar as diversas varidveis que
influenciam a aprendizagem como, por exemplo,
variaveis relacionadas ao comportamento do estudante
[33]. Segundo, os métodos de predicdo auxiliam a
predizer o valor das variaveis utilizadas em um modelo.
Essa abordagem é necessaria, pois analisar todos os
dados de um grande banco de dados para gerar um
modelo é tipicamente financeiramente inviavel, além de
consumir muito tempo [7]. Assim, o modelo pode ser
construido utilizando parte dos dados e entdo ser aplicado
para modelar dados mais extensos [6]. Esse tipo de
técnica pode auxiliar no desenvolvimento e uso de
atividades instrucionais, pois consegue estimar 0s
beneficios educacionais antes mesmo da atividade ser
aplicada com os alunos.

Na area de agrupamento, o objetivo principal é achar
dados que se agrupam naturalmente, classificando os
dados em diferentes grupos e/ou categorias. Estes grupos
e categorias ndo sdo conhecidos incialmente. Através de
técnicas de agrupamento 0s grupos/categorias sao
automaticamente identificados através da manipulacao
das caracteristicas dos dados. E possivel criar esses
grupos/categorias utilizando diferentes unidades de
andlise, por exemplo é possivel achar grupos de escolas
(para investigar as diferencas e similaridades entre
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escolas), ou achar grupos de alunos (para investigar as
diferencas e similaridades entre alunos), ou até grupos de
atos (para investigar padrdes de comportamento) [2].

Em mineracdo de relagbes, a meta é descobrir
possiveis relagdes entre variaveis em bancos de dados.
Esta tarefa pode envolver a tentativa de aprender quais
variaveis sdao mais fortemente associadas com uma
variavel especifica, previamente conhecida e importante,
ou pode envolver as relagdes entre quaisquer variaveis
presentes nos dados. Para identificar essas relacdes,
existem quatro tipos de mineragdo: (a) regras de
associacao; (b) correlac@es; (c) sequéncias; ou (d) causas.

Na mineracdo de regras de associacdo, procura-se
gerar/identificar regras do tipo se-entdo (if-then) que
permitam associar o valor observado de uma variavel ao
valor de uma outra variavel. Ou seja, caso uma condicao
seja verdadeira (e.g. variavel Y possui valor 1) e uma
regra associe essa condicdo ao valor de uma outra
variavel X, entdo podemos inferir o valor desta variavel
X. Por exemplo, ao analisar um conjunto de dados seria
possivel identificar uma regra que faz a associacdo entre
a variavel “objetivo do aluno”, uma variavel binaria que
pode ter os valores alcangado ou ndo alcancado, € uma
outra variavel binaria “pedir ajudar ao professor” que
pode ter os valores sim ou ndo. Neste contexto, se o0 aluno
tem como objetivo aprender geometria, mas estd com
dificuldade (i.e. a variavel objetivo do aluno tem valor
ndo alcancado), entdo é provavel que ele peca ajuda do
professor (i.e. a variavel pedir ajuda ao professor tem
valor positivo).

Em mineracdo de correlagdes, a meta é achar
correlagbes lineares (positivas ou negativas) entre
variaveis. Por exemplo, ao analisar um conjunto de
dados, seria possivel identificar a existéncia de uma
correcdo positiva entre uma variavel que indica a
quantidade de tempo que um aluno passa externalizando
comportamentos que ndo estdo relacionados as tarefas
passadas pelo professor (e.g. conversas paraletas,
brincadeiras e outras perturba¢fes que ocorrem em sala
de aula) e a nota que este aluno recebe na proxima prova.

Em mineracdo de sequéncias, o objetivo principal é
achar a associacdo temporal entre eventos e 0 impacto
destes eventos no valor de uma variavel. Neste caso, €
possivel determinar qual trajetoria de atos e a¢des de um
aluno pode, eventualmente, levar a uma aprendizagem
efetiva. Dessa forma, é possivel criar um conjunto de
atividades instrucionais que podem melhorar a qualidade
do ensino fazendo com que os alunos externalizem acdes
que vao ajudé-lo a construir seu conhecimento e
desenvolver as habilidades necessarias para trabalhar com
contetdo sendo apresentado pelo professor.

Em mineracdo de causas, desenvolve-se algoritmos e
técnicas para verificar se um evento causa outro evento
através da analise dos padrfes de covariancia (uma
sistema que faz isso € TETRAD [39]). Por exemplo, se
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considerarmos o exemplo anterior onde um aluno
externaliza comportamentos inadequados que ndo
contribuem para resolver a tarefa dada pelo professor.
Nesta situacdo o aluno, em muitos casos, recebe uma nota
ruim na prova final. Nesta situacdo, o comportamento do
aluno pode ser a causa dele ndo aprender e, assim,
resultado em uma performance ruim na prova. Contudo,
pode ser que o aluno externalize tal comportamento
inadequado devido a dificuldade em aprender, e portanto,
a causa da performance ruim na prova ndo é o
comportamento em si, mas sim a dificuldade de
aprendizagem do aluno. Aalisando o padrdo de
covariancia, a mineracdo de causa pode inferir qual
evento foi a causa do outro.

Na area de destilacdo de dados para facilitar
decisBes humanas, sdo realizadas pesquisas que tem
como objetivo apresentar dados complexos de forma a
facilitar sua compreensdo e expor suas caracteristicas
mais importantes. Através da destilacdo é possivel que os
dados sejam utilizados por pessoas para inferir aspectos
sobre os dados e, assim, tomar decisbes que
anteriormente ndo poderiam ser tomadas e nem
automatizadas apenas com o uso dos métodos da EDM.
Os métodos dessa sub-&rea da EDM facilitam a
visualizagdo da informacdo contida nos dados
educacionais coletados por softwares educacionais [22,
25]. Estes métodos “purificam” os dados para auxiliar as
pessoas na identificacdo de padrGes. Em diversas
ocasides, esses padrdes sdo previamente conhecidos, mas
sdo dificeis de serem visualizados e/ou descritos
formalmente. Por exemplo, uma visualizacdo classica em
EDM é a curva de aprendizagem. Essa curva indica o
nivel de aprendizagem de um aluno (ou de um conjunto
de alunos) ao longo do tempo. Ela é apresentada num
plano cartesiano conforme mostra a figura 1. Nesta curva
relaciona-se 0 nimero de oportunidades que o aluno
praticou um componente de conhecimento® (apresentado
no eixo X) e a sua performance (porcentagem de valores
corretos, apresentada no eixo y). Uma curva que desce
rapidamente no inicio do grafico e depois gradativamente
diminui sua inclinacdo indica que o modelo de
conhecimento é bem especificado. Ou seja, 0 modelo
representa corretamente quais as relagbes entre o0s
componentes de conhecimento e as atividades realizadas
pelos alunos. Essas atividades oferecem a oportunidate de
practicar os componentes de conhecimento relacionados e
ao decorrer deste processo 0 aluno aprende a medida que
suas habilidades e conhecimentos séo testados.

Caso a curva de aprendizagem possua diversos pontos
fora dos locais esperados, ou seja, porcentagem de erros
muito acima ou muito abaixo do esperado dado o ndmero

! Um componente de conhecimento pode ser definido como um
conceito, uma habilidade, uma regra ou um principio utilizado para
resolver uma tarefa. Maiores informacbes sobre a definicdo de
componentes de conhecimento podem ser obtidas em [27].
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de oportunidades, isso indica que o modelo utilizado néo
estd bem refinado e provavelmente mais de um
componente de conhecimento estd sendo tratado no
mesmo problema [16]. No caso da Figura 1 a curva em
vermelho representa dados de alunos e a curva tracejada
em azul representa a curva esperada calculada utilizando
algoritmos de predicdo implementados na plataforma
Datashop® [27]. Observe que apesar de alguns pontos
estarem um pouco acima ou abaixo do esperado a curva
em vermelho desce gradativamente seguindo a curva
esperada. Ou seja, 0 modelo possui algumas falhas, mas
corretamente indica que os alunos aprenderam ao longo
do curso o contetido e as habilidades (componentes de
conhecimento) desejadas. Observe que esse modelo pode
ser utilizado para identificar a evolugdo da aprendizagem
de qualquer aluno. Dependendo das interacdo entre o
aluno e as atividades, é possivel verificar o quanto o
aluno aprendeu ou estimar o quanto ele ira aprender apés
um conjunto de atividades realizadas.

O uso da destilacdo de dados também é muito util
para categorizar as acGes dos estudantes. Através desta
categorizacdo é possivel auxiliar o desenvolvimento de
um modelo de predigdo mais robusto [8].

3. Disponibilizagdo dos Dados: Uma
Condicao Essencial

Atualmente, as tendéncias na area indicam um grande
crescimento das pesquisas em EDM no cenario
internacional, em particular nos Estados Unidos, Canada,

' Reposit6rio para armazenamento e analise de dados educacionais
https://pslcdatashop.web.cmu.edu/

e Espanha. Este grande crescimento é resultado direto de
dois outros fatores que discutiremos a seguir. Primeiro, a
difusdo e utilizacdo de software educacionais que
produzem grandes quantidades de dados educacionais
bem estruturados. Por exemplo, o Cognitive Tutor? é um
tipo de sistema tutor inteligente que produz quantidades
significativas de dados de boa qualidade. Este sistema é
utilizado anualmente por mais de 500 mil alunos em,
aproximadamente, 2000 escolas espalhadas pelos Estados
Unidos. Dados vindos do Cognitive Tutor, e também de
outros sistemas educacionais (e.g. MathTutor?), estdo
disponiveis gratuitamente para qualquer pesquisador,
através de repositdrios educacionais como o DataShop
criado pelo Centro de Ciéncias da Aprendizagem de
Pittsburgh (PSLC - Pittsburgh Science of Learning
Center). Os dados disponiveis no Datashop estdo sendo
utilizados por mais que 400 pesquisadores em todo o
mundo. Segundo Baker & Yacef [9], dados de alunos
retirados do DataShop foram utilizados em 14% dos
artigos publicados na Conferéncia Internacional sobre
Mineracao de Dados Educacionais em 2008 e 2009.

O segundo fator que vem promovendo o crescimento
da EDM é o uso de sistemas computacionais de
gerenciamento de curso/aprendizagem (e.g. LMS -
learning management systems; e CMS - content
management systems) como o Moodle e 0 WebCat. Estes
sistemas vém sendo adotados por muitos professores,
escolas e universidades em todo mundo. Além disso, ja
existem softwares que permitem que pesquisadores

2 http://www.carnegielearning.com/
® https://mathtutor.web.cmu.edu/
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utilizem os dados gerados por estes sistemas de forma
que seja possivel realizar a mineracdo de dados [1, 38].
Nos Estados Unidos, dados de escolas e distritos
(conjunto de escolas de uma cidade) estdo comencando a
ser disponibilizados aos pesquisadores através de bancos
de dados publicos como, por exemplo, o banco de dados
do  Centro Nacional de Estatisticas Educacionais
(National Center for Education Statistics). Estes recursos
permitem que pesquisadores possam, mais facilmente,
obter grandes quantidades de dados reais e relevantes
para realizar analises utilizando técnicas provindas da
area de EDM. Os pesquisadores que fazem uso destes
dados podem conduzir pesquisas com alta validade
ecoldgica, ou seja, os resultados podem ser utilizados no
contexto escolar, enquanto que ao mesmo tempo evita-se
o0s custos tradicionais da pesquisa e da coleta de dados
nesta area.

Com a difusdo destes repositérios de dados
educacionais abertos diminui-se a necessidade de (a)
recrutar escolas, professores, e estudantes; (b) realizar
estudos convencionais que requerem recursos humanos
especializados; (c) ir para escolas e conduzir
esperimentos que duram dias ou até semanas; (d) inserir,
formatar e digitalizar os dados obtidos; e etc. Essa
abordagem podera salvar grande parte do tempo e dos
custos envolvidos em pesquisas educacionais. Além

disso, o0s resultados poderdo ser obtidos mais
rapidamente, serdo mais precisos e, finalmente,
proporcionardo 0  desenvolvimento de  praticas

pedagdgicas que podem ser utilizados para melhorar a
qualidade do ensino de forma eficaz.

4. Principais Aplicagcdes da EDM

As pesquisas em mineracdo de dados educacionais vém
oferecendo contribuicGes significativas para a teoria e a
pratica da educacdo [9]. Podemos citar diversos exemplo
do uso de métodos da EDM para melhorar os modelos de
conhecimento do estudante em varios diferentes dominios
como ensino de lingua estrangeira, geometria, quimica,
fisica e muitos outros [10, 14, 17, 33]. Um dos beneficios
desse avanco foi a reducédo consideravel do tempo gasto
pelos alunos para desenvolver suas habilidades
academicas, principalmente em dominios como a
matematica [15].

Métodos da EDM também viabilizaram a expanséao
do conhecimento cientifico relacionado aos estados
emocionais do aluno (e.g. motivado, frustrado, confuso,
etc). Eles também tém auxiliado a identificar a relacdo
entre estes estados emocionais e 0 comportamento
apresentado pelo aluno, principalmente quando ocorre a
externalizacdo intencional de ag¢Bes inadequadas
(trapacas) ao interagir com software educacionais (em
inglés, esse comportamento inadequado é conhecido
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como “gaming the system”). Com o uso dos métodos da
EDM (e.g. mineracdo de causas e correlacdes) em
conjunto com softwares educacionais é possivel apontar
os diferentes fatores que influenciam o comportamento
do aluno e identificar aspectos sutis, muitas vezes
imperceptiveis, do design de software que instigam ou
incentivam o surgimento de comportamentos indesejados
e inadequados por parte dos alunos [8]. Através desta
verificagdo a area da EDM também contribui para
oferecer principios de desenvolvimento que podem ser
aplicados para criar softwares que minimizam o problema
de comportamento e maximizam a aprendizagem do
aluno.

Pesquisas nessa area também proporcionaram
modelos automatizados que podem ser utilizados durante
a interacdo dos alunos com os programas educacionais
para identificar quando os alunos estdo tentando trapacear
para conseguir melhores notas sem ter aprendido o
contelido adequadamente [6]. Diversos algoritmos que
analizam em tempo real os dados das interacfes dos
alunos com a interface do sistema foram desenvolvidos
para verificar automaticamente quando comportamentos
inadequados ocorrem. Essa funcionalidade permite que
sistemas educacionais apresentem comportamentos
“inteligentes” oferecendo suporte e feedback apropriados
para melhorar a qualidade da aprendizagem dos alunos.

Um exemplo deste tipo de sistema inteligente é
apresentado por Baker e colegas [5]. Neste trabalho, os
autores desenvolveram um personagem (Scooter) que
reage de acordo com o comportamento apresentado pelo
aluno. Quando o aluno interage com o sistema de forma
adequada, Scooter faz sinal de positivo conforme mostra
a imagem no canto superior esquerdo da Figura 2.
Quando o aluno tenta trapacear, por exemplo, pedindo
ajuda ao sistema diversas vezes para tentar obter a
resposta final de um exercicio sem ao menos tentar
resolvé-lo, entdo Scooter muda seu comportamento
conforme mostra a imagem no canto inferior esquerdo da
Figura 2. Como nesta situacdo o sistema ndo possui dados
suficientes para determinar se o aluno realmente
aprendeu ou ndo o conteldo desejado entdo Scooter tenta
diagnosticar o conhecimento do aluno através de uma
sequéncia perguntas adicionais (a direita da Figura 2) que
possuem dois propositos: (1) verificar se o aluno
aprendeu o conteido corretamente; (2) revisar o contetdo
para auxiliar aqueles alunos que ndo aprenderam
corretamente. Como resultado, os autores do trabalho
enfatizam que o comportamento deste personagem
auxiliou o professor a identificar os alunos que ndo
estavam aprendendo corretamente e também incentivou
os alunos a manter um comportamento adequado para
aprender de forma eficaz o conteldo da matéria.

Além da contribuicdo para o desenvolvimento de
programas educacionais eficazes, resultados da EDM
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também influénciaram é&reas mais tradicionais da
educacdo. Um resultado importante foi apresentado por
Beck e Mostow [11] que, através da analises de dados de
atividades relacionadas a leitura, demostrou que re-ler a
mesma histéria € vantajoso para criangas com
desabilidades (que léem vagarosamente), mas ndo
oferecer beneficios para as outras criancas que estdo
aprendendo a ler. Nesse Ultimo caso ler historias
diferentes propocionam mais beneficios a aprendizagem
[11]. Esse resultado também indica que existe a
necessidade de se oferecer suporte para personalizar a
forma de apresentar o contelido em classe auxiliando os
alunos a atingirem os objetivos desejados.

) 0 it
You know how 1o use the tutor right Why do we need to know the

largest value of height
in this part of the problem?

f_ To help pick a scale for the axis
[ To help pick the last label of the axis
[ To help pick the first label of the axis

. !'. To help pick which point to plot first
Wiork carefully, so you can learn

Figura 2. Scooter, um personagem que adapta suas
acles a partir da analise das interacBes realizadas pelo
aluno.

Embora a EDM seja uma &rea de pesquisa ainda
recente, artigos dessa area sdo frequentemente citados
pela comunidade de Computagdo aplicada & Educac&o.
Em seu artigo sobre o estado da arte na area de EDM,
Baker e Yacef apresentam a lista dos artigos mais
citados na area até o momento de acordo com o google
scholar [9]. Destaca-se que muitos artigos tiveram um
grande numero de citacbes em apenas alguns meses apds
sua publicacdo. Por exemplo, em apenas 7 meses (entre o
momento da publicacdo e a escrita do artigo sobre o
estado da arte realizado por Baker e Yacef), 5 artigos
publicados em coferéncias e revistas relacionadas a
EDM tiveram mais de 80 cita¢des adicionais.

5. EDM: Oportunidades pelo Brasil

A érea de EDM vem estabelecendo uma comunidade
forte tanto nos EUA quanto na Europa. Contudo, no
Brasil a comunidade e as pesquisas nessa area ainda estao
em seu estagio inicial. Nas seis edi¢des de workshops e
conferéncias internacionais em mineracdo de dados
educacionais, realizados desde 2004, s um artigo
publicado teve a co-autoria de um pesquisador afiliado a
uma instituicdo Brasileira (e este artigo envolveu dados
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coletados nos Estados Unidos) [34]. Na JEDM (Journal
of Educational Data Mining), a revista mais importante
da area, ndo existe até o momento nenhum artigo com
autores brasileiros.

Ao mesmo tempo, o potencial para a pesquisa, 0O
desenvolvimento e a aplicagdo da EDM em ambientes
educacionais vem crescendo muito no Brasil. Em
particular, com a criacdo da Universidade Aberta do
Brasil e a legalizacdo de diversos cursos na modalidade a
distancia, criou-se grandes oportunidade para pesquisas
em EDM no pais. Atualmente, o Brasil é um dos paises
que mais cresce no ndmero de cursos oferecidos na
modalidade Educagdo a Distancia (EaD). Em 2008, mais
de 750.000 estudantes brasileiros participaram de cursos
e/ou programas de EaD pela internet [31]. Esta mudanca
no sistema educacional brasileiro proporciona um
ambiente singular na qual a mineragdo de dados pode
proporcionar impactos muito positivos.

Os dados obtidos em ambientes de EaD, como
grandes quantidades de texto envolvendo discussdes
(sincronas e assincronas) em chats, féruns de discusséo,
wikis, blogs, e outras formas de interagdo textual entre
estudante-estudante e estudante-professor, tém excelente
potencial de serem utilizadas para realizar-se mineracdo
de texto de descobrir modelos interessantes sobre os
alunos. Através das diversas técnicas da EDM,
brevemente apresentadas na Secdo 2, é possivel averiguar
se as diversas ferramentas disponiveis em ambientes
online sdo realmente eficazes para auxiliar a
aprendizagem do aluno. Por exemplo, apesar de muitos
ambientes  virtuais de aprendizagem  possuirem
ferramenta de chat (sala de bate papo), sdo poucos 0s
trabalhos cientificos que analizam os dados obtidos por
essa ferramenta e correlacionam o conteldo das
conversas com a aprendizagem dos alunos [3]. O mesmo
problema ocorre com féruns de discussao [21]. Perguntas
como, quais foram os topicos discutidos? Quais as
conclusdes alcancadas pelos alunos? Quem interagiu com
quem? Qual a porcentagem de mensagens relacionadas
ao assunto da aulas? Sdo algumas das perguntas que
precisam ser respondidas para que o professor, ou o
préprio software educacional, possa compreender quais
processos de interacdo facilitam a aprendizagem e quais
destes dificultam o desenvolvimento do conhecimento do
aluno.

A pesquisa de Prata et al [34], mostra um exemplo da
aplicacdo da EDM em atividades colaborativas realizadas
em ambientes de EaD. Nesta pesquisa, 0s autores
estudaram a relagdo entre os atos de colaboracdo e a
aprendizagem dos alunos em escolas do ensino médio. Os
resultados obtidos indicam que os alunos que aprendem
bem o conteldo apresentado pelo professor tem maior
chance de mostrar comportamentos inapropriados
especificos (insultos) durante o andamento do curso. Este
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resultado é interessante, pois muitos professores
acreditam que os alunos com baixa performance escolar
sd0 0Ss maiores responsdveis por atrapalhar a
aprendizagem dos outros alunos, contradizendo os dados
obtidos por Prata et al. Essas visGes antagdnicas sugerem
que os comportamentos dos alunos precisam ser melhor
estudados e compreendidos para identificar a razdo de sua
ocorréncia. No trabalho de Isotani et al. [23] identificou-
se que muitos dos comportamentos inadequados que
surgem durante o uso de ambientes colaborativos
ocorrem devido a falta de um planejamento adequado das
atividades colaborativas. Estudando tais comportamentos
é possivel identificar as caracteristicas dequeles alunos
que conseguem aprender através da EaD e também
dequeles que ndo conseguem.

Para realizar estes estudos de comportamento,
ferramentas como o TagHelper [20] utilizadas por Prata e
colegas para analisar atividades colaborativas podem
facilitar e agilizar o trabalho de pesquisadores e
educadores. Assim, sera possivel compreender mais
rapidamente o impacto dos comportamentos e das
interagdes entre alunos e professores no processo de
ensino-aprendizagem em ambientes presenciais e de EaD.
Como consequéncia direta, técnicas mais efetivas serdo
desenvolvidas para ajudar professores a criarem
abordagem pedagdgicas e ambientes computacionais que
incentivam a aprendizagem aumentando as chances dos
alunos aprenderem de maneira mais rapida e eficaz..

No Brasil, o desafio de analisar e compreender o
comportamento dos alunos &€ muito grande devido a
diversidade da populacédo. De acordo com Blanchard et
al. [12] existe uma correlagdo entre os dados socio-
culturais dos alunos e suas agdes, atitudes e
comportamentos apresentados durante a aprendizagem.
Isso significa que para desenvolver ambientes de EaD
efetivos no Brasil, onde a diversidade cultural e
econdmica é grande, sera necessario o desenvolvimento
de algoritmos e ferramentas computacionais que levam
em consideracdo a realidade brasileira. Pesquisas nessa
area auxiliardo a descobrir formas inteligentes de difundir
e personalizar o conteldo do cursos para apoiar o aluno
de acordo com sua personalidade, religido, raca, cultura,
idade, sexo, e etc, fazendo com que cada individuo tenha
uma experiéncia Unica dentro do ambiente virtual de
aprendizagem. Tal possibilidade é uma das grande
vantagens da EaD e tem sido defendida ao longo dos anos
por muitos educadores. A quase 15 anos atras Preti
identificou a EaD como essencial para desenvolvimento
da educacdo no Brasil, dizendo que a EaD é “uma
modalidade de se fazer educacéo, onde se democratiza o
conhecimento” [36].

Para que a EaD e a EDM tenham impacto na
sociedade brasileira & necessario que pesquisadores e
educadores comecem a utilizar os dados obtidos em
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ambientes de EaD de forma estruturada e com objetivos
bem definidos. Recentemente, alguns trabalhos
publicados no Simpdsio Brasileiro de Informéatica na
Educacédo tiveram como tema principal o uso da EDM
para analisar textos, apoiar a producdo de conteldo
educacional, apoiar a aprendizagem em ambientes
virtuais de aprendizagem e criar servigos semanticos [28].

Uma pesquisa brasileira que merece destaque nessa
area é apresentada por Kampff [24]. Em sua tese de
doutorado , Kampff utiliza técnicas da area de EDM para
identificar comportamentos e caracteristicas de alunos
com alto risto de evazdo ou reprovagdo em ambientes
virtuais de aprendizagem. Ao verificar que um aluno
possui tais comportamentos/caracteristicas 0 sistema
alerta o professor que podera tomar as decisGes
pedagdgicas necessarias para que o aluno fique mais
motivado, volte a aprender e ndo desista do curso. Esse
recurso € muito interessante, pois o professor pode
melhorar suas técnicas de ensino, e verificar quais alunos
estdo passando por dificuldades enquanto ainda €
possivel remediar a situacdo (0 que ndo ocorre nos
sistemas de EaD convencionais e nem na maioria das
salas de aula presenciais).

Um outro resultado interessante é apresentado por
Pimentel e Omar [35]. Neste trabalho, os autores utilizam
técnicas da EDM para identificar as relagbes entre
medidas de conhecimento (cognitivas) e medidas
metacognitivas. As medidas cognitivas retratam o real
desempenho do aluno na resolucdo de cada problema
enquanto que as medidas cognitivas indicam o grau de
conciéncia (awareness) do aluno em relacdo ao seu
préprio conhecimento.

A EaD no Brasil também oferece grandes
oportunidades para se realizar pesquisas relacionadas ao
suporte ao dialogo e a discussdo. Conforme resultados
obtidos por Scheuer e McLaren [40] é possivel utilizar
técnicas da area de EDM para apoiar professores a
conduzir discussdes em salas de aula virtuais de forma
efetiva. A EDM também pode proporcionar beneficios a
avaliacdo e a aprendizagem através de discussdes
assincronas [cf. 21], utilizando ferramentas que sédo
frequentemente encontradas nos ambientes de EaD
utilizados no Brasil. Uma revisdo do estado da arte sobre
0 potencial da EDM em melhorar os cursos via internet
nas universidade é apresentado por Romero, Ventura, &
Garcia [38]. Neste trabalho os autores recomendam a
todos os pesquisadores interessados que apliqguem o0s
métodos disponiveis na area de mineracdo de dados
educacionais para casos especificos de EaD e, dessa
forma, promover um ensino mais personalizado e de
melhor qualidade.

Um passo importante e, necessario, para que a area de
EDM tenha resultados tdo positivos no Brasil quanto
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aqueles obtidos no exterior, serd a padronizacdo dos
dados obtidos nos cursos de EaD. Estes dados precisam
ser sistémicos, anonimizados, e seguindo um padrdo bem
definido que seja utilizado por todos os ambientes
virtuais. E importante que todas as informacdes
necessarias sejam coletadas e que os dados sejam
estrututados de forma a considerar os resultados das
analises anteriores, pois dessa forma as informagdes mais
relevantes sdo enfatizadas, melhor compreendidas e mais
facilmente utilizadas [cf. 1, 27, 34, 38].

A quantidade de alunos em cursos de EaD cria
oportunidades excelentes para pesquisas na area de EDM
e pode, futuramente, beneficiar significativamente o
processo de ensino e aprendizagem no Brasil. Contudo, o
desenvolvimento de pesquisas nesta area vai depender da
avaliacdo de dados pela comunidade cientifica brasileira,
assim como aconteceu com a comunidade internacional
que criou o Pittsburgh Science of Learning Center e o
DataShop, como discutido anteriormente neste artigo. No
Brasil, acredita-se fortemente que um esfor¢o conjunto
envolvendo pesquisadores, educadores e reguladores
deva ser realizado para que 0 progresso nessa area ocorra
de forma agil. Através da estruturacdo e do
armezenamento de dados de alta qualidade sera possivel
disponibilizar publicamente para toda a comunidade de
pesquisa brasileira e internacional, grandes quantidades
de dados que, se analisadas corretamente, poderdo
beneficiar estudantes do Brasil e do mundo atraveés de: (a)
mecanismos e ferramentas educacionais mais eficiente;
(b), modelos para identificar alunos com dificuldades de
aprendizagem; (c) meios de melhorar a qualidade do
material didatico; e (d) o desenvolvimento de métodos
pedagdgicos mais eficazes; além de outros.

6. Conclusoes

A mineracdo de dados educacionais (EDM) surgiu
como uma area de pesquisa que possui grande potencial
para contribuir com a melhor compreensdo dos processos
de ensino, de aprendizagem e de motivacdo dos alunos
tanto em ambientes individuais quanto em ambientes
colaborativos de ensino. No momento, as principais
contribuicbes da EDM estdo focadas em duas linhas
principais: (a) a andlise de dados e a criacdo de modelos
para melhor compreender os processos de aprendizagem;
e (b) o desenvolvimento de métodos mais eficazes para
dar suporte a aprendizagem quando o aluno estuda
utilizando softwares educacionais (e.g. cursos via
internet). Nos EUA e na Europa diversos sistemas tutores
inteligentes estdo utilizando técnicas da EDM para
proporcionar uma aprendizagem mais personalizada e de
melhor qualidade. Ao mesmo tempo, resultados da area ja
vém influenciando outros dominios como, por exemplo o
ensino de leitura para criancas como apresentado por
Beck e Mostow [11]. O Brasil tem uma grande
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oportunidade para promover a revolucdo da EDM e
beneficiar minhares de alunos; em grande parte por
causa do incentivo governalmental ao uso da Educacéao-a-
Distancia (EaD). Através da coleta de dados em grande
escala é possivel criar modelos e fazer predicbes que
serdo aplicaveis uma qualquer ambiente virtual de
aprendizagem e até mesmo em salas de aula
convencionais. Para isso, é preciso que os dados das
interacdes dos alunos com o material didatico e com os
professores e colegas nos ambientes de EaD sejam
disponibilizados de forma padronizada e estruturada para
comunidade cientifica brasileira. Além disso, esses dados
precisam incluir as informagbGes necessarias para
viabilizar a pesquisa e o estudo aprofundado da educacdo
no pais. Assim, acredita-se que a EDM tem grande
potencial para ajudar o Brasil a se destacar no cenario
educacional mundial através de agdes que promovam o
ensino eficaz nos ambientes de EaD e nas escolas atraves
do uso de tecnologias educacionais que complementam o
ensino em sala de aula..
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