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Motivation und Ausgangssituation

Steigende 
Anforderungen an 
Qualität und Effizienz

Komplexe und 
hochvernetzte 
Prozessketten

Interaktive 
Prozessparameter und 
Einflussgrößen

Standard-Auswertung 
oder analytische 
Modelle nicht mehr 
ausreichend
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Predictive Manufacturing

„Lückenlose“ Erfassung 
der relevanten
Prozessdaten

Messen dient dem 
Einordnen und nicht dem 
Verstehen und Erkennen!

Maschinelles Lernen
Erkennen von Mustern 
und Zusammenhängen

Modellbildung auf Basis 
von Prozessdaten

Verknüpfung von 
Prognosen mit 

Expertenwissen für
Handlungsanweisungen 

und
Prozesssteuersignale

Messen Modellbildung Maßnahmen

Steuerung von Fertigungsprozessen mit datengetriebenen 
Prozessmodellen
→ sichere, robuste und wirtschaftliche Prozesse
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1. Datenakquise und Modellbildung

→ Lernen auf Basis aufbereiteter historischer Prozessdaten

→ Erstellung der Prognosefunktion mit maschinellen Lernmethoden

Predictive Manufacturing
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2. Prozessregelung und Prozessoptimierung

→ Online-Prognose der Zielkennwerte und Eingriff bei Abweichungen von Soll-Werten

→ Offline-Analysen des Prozesses

Predictive Manufacturing
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Möglichkeiten

Predictive
Manufacturing

Beherrschung 
komplexer, 
vernetzter  
Prozesse

Optimierte, 
schnellere 

Entscheidungs
-findung

Steigerung 
der 

Produktions-
effizienz

Effektivere 
Energie- und 
Ressourcen-

nutzung 

Erhöhung der 
Prozess-

transparenz
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Predictive Manufacturing am Beispiel

„OptiRoDig: Optimierung der Rohstoffproduktivität in der Gießerei- und 
Stahlindustrie aus Produkten der Recyclingwirtschaft durch 
mathematische Verfahren, Vernetzung und Digitalisierung“

1 7 . 0 6 . 2 0 2 1

Gussstück mit 
gewünschter Ziel-
Zusammensetzung

Prozess-
Datenbank

Maschinelles 
Lernen

Simplex-
Optimierung

Optimierte 
Zusammensetzung der 

verfügbaren Schrotte für die 
Gattierung hinsichtlich 

Kosten, Energie etc.

Schmelze

Chemische 
Ziel-Zusammensetzung

Ziel-Menge

Lagerbestände und 
Ofendaten der 
Schmelzwerke

Verfügbare Rohstoffe 
der Rohstoffhändler
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Machine Learning-Modellbildung am Beispiel Schmelzen von 
Stahl im Induktionsofen

1 7 / 0 6 / 2 0 2 1

Maschinelles Lernen
Modell Schmelzprozess 

Gattierung
C (%)
Si (%)
V (%)

Mn (%)
Mengen (kg)
Schrotttyp

[…]

Induktionsofen
IF Energy (kWh)

IF Schmelzdauer (s)
[…]

Justierung
Mengen (kg)
Chemische 

Zusammensetzung (%)

Ziel-Zusammensetzung
C (%)
Si (%)
V (%)
[…]

FeMo (kg)
FeSi (kg)
FeCr (kg)
FeV (kg)
FeW (kg)

Kohle (kg)

ModellInput Output
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Relevanz im wirtschaftlichen Kontext
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Beispiel: Prognose benötigter Zugabemengen Ferrolegierungen 
beim Schmelzen von 1.3343 Stahl im Induktionsofen
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→ Steigende Komplexität und Anforderungen an Prozesse und Produkte

→ Eine gute Datenqualität ist die Basis für gute Prozessmodelle

Am Beispiel „OptiRoDig“:

→ Modellierung des Schmelzprozesses im Induktionsofen mit ML

→ Steigerung der Ressourcen- und Energieeffizienz durch eine optimierte Gattierung und 
Auswahl der Rohstoffe in der Cloudumgebung

→ Herausforderungen im Gießereiumfeld sind vor alledem die Echtzeit-Datenbereitstellung, 
Auswertung sowie die Implementierung in den laufenden Fertigungsprozess

Zusammenfassung

1 7 . 0 6 . 2 0 2 1
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Prozesssteuerung
→ Entscheidungen beruhen stets auf Prognosen oder prognostischen Erwartungen

Prognosebasierte Fertigung

Analytische Modelle
Physik, 

Thermodynamik,…

Datengetriebene 
Modelle

maschinelles LernenPrognose von 
Prozesszuständen

Abweichung zwischen gemessenen/vorgegebenen 
und prognostizierten Prozessgrößen

HandlungsanweisungenProzessfestlegung
Prozesssteuerung

Problemlösungen

Prozessoptimierung
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Die Mission: Digital gesteuerte Prozesse für die KMU-Prozessindustrie

Forschungsgebiet „Process Monitoring“

[4]

(1)  J. Hofmann, Maschinenfabrik Reinhausen GmbH, Entwicklungspfad zu Industrie 4.0 über MES am Bsp. Fertigung, Symposium Gießerei 4.0, Bad Dürkheim, 19.11.2015

[3]

Prozessstrukturierung Datenqualität Wissensgenerierung

Maschinelles Lernen Mensch-Prozess Verknüpfung Energieeffizienz und
Ressourceneffizienz
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